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1 はじめに

本書は「続・高校生の統計学」の続編です。

探究的な学習のための教材としてご利用ください。

＜ノンパラメトリック検定＞.

　データが正規分布に従わないときに行われる検定方法が「ノンパラメトリック検定」です。ここでは、データが正規分布に従わないとき、通常の検定にどのような不具合が生じるかをシミュレーションによって確かめ、代替方法としてノンパラメトリック検定を紹介します。

＜２標本t検定＞.

　独立２群の平均差を調べるパラメトリックな方法で 「データの正規性」「２群の等分散性」を前提とします。

説明の流れとしては、


	前提条件を満たす２標本t検定を実施し、



	等分散性を満たさない場合、どんな問題が生ずるか.



	正規性を満たさない場合、どんな問題が生ずるか.



これらを確かめたうえでノンパラメトリック検定へ進みます。

＜Wilcoxonの順位和検定＞.

　独立２群の差を順位和から判断するノンパラメトリックな方法です。

順位は離散変量であり数列を学んだ高校生であれば、期待値や分散などの統計量を数理的に導出することができます。

高校でデータサイエンスが学ばれるようになれば、高校生が統計的検定を学ぶ格好の題材となるでしょう。

＜ひょっこり方式＞.

　本書の内容は、統計的手法を乱数シミュレーションを用いて体験的に学ぼうというもので、科学教育研究（2025年 49巻 2号 p.143-144） 「高校数学における乱数シミュレーションの活用」 において提案した方式に基づいています。

　データを生成しRで確かめる「シミュレーションによる体験的学習」を本書では 「ひょっこり方式」と呼んでいます。

　統計的手法を、ブラックボックス的な存在から身近で実感の伴うツールにしたいという願いがそこにあります。これは理解と納得を深めたいという学びの根源的要求に根ざしています。

　高校生の探究的学習を想定していますが、大学の「数理・データサイエンス・AI教育」や、社会人の「リカレント教育」につながっていくことを期待しています。

　Rのプログラムコードに慣れておくことも大切です。これらのコードはGoogleColabでも利用できます。Rのコードを使用する場合は、GoogleColabノーブックのランタイムから「ランタイムのタイプを変更」をクリックし、R に変更してください。





2 パラメトリック検定.


2.1 ２標本 t 検定.

２標本t検定は、独立２群から得られた２標本の平均差から、元の２群の平均に差があるかどうかを調べる方法です。

＜例＞

２つの学校A,Bの学力に差があるかを調べたいとします。

各校から大きさ40の標本を抽出し比較します。

シミュレーションでは、共通の平均・標準偏差を持つ正規乱数を用いてデータを出力し、boxplot（箱ヒゲ図）に表します。


	群G1（平均50, 標準偏差10）の正規分布からの大きさ40の標本 x1x_1



	群G2（平均50, 標準偏差10）の正規分布からの大きさ40の標本 x2x_2



x1 <- rnorm(40,50,10);x2 <- rnorm(40,50,10)
list=list(x1=x1, x2=x2)
boxplot(list,ylim=c(20,80))


[image: ]

母平均と母分散が同じであっても、誤差変動のため boxplot（箱ヒゲ図）にはズレが生じています。

つまり、調査した２群の標本平均に差があったとしても、それは誤差変動のためで母平均は等いかもしれない訳です。

今、平均差は.

mean(x1)-mean(x2)


## [1] 1.525307

同じ母集団からとった２群ですが、平均に差があります。

これが誤差変動の範囲であるか、本当に差があるのかを判断する尺度は平均差の標準偏差です。

差を測る尺度としての標準偏差について整理しておきます。


2.1.1 マハラノビスの距離.

マハラノビスの距離は、「集団においてデータが集団の中心から確率的にどのくらい離れているか」 を示す値です。（中心は集団の平均）

通常の距離は２点間の距離を表すのに対して、マハラノビスの距離は集団の中心からの確率的距離であることが特徴です。

中心に近ければ起こりやすく、中心から離れると起こりにくいと考えます。

［参考サイト］.

ひょっこり統計「マハラノビス距離」.


2.1.1.1 標準正規分布.

標準正規分布は、平均０, 分散１の正規分布です。

標準正規分布に従うデータを1000個出力しヒストグラムを描きます。

x <- rnorm(1000,0,1)
hist(x,prob=T,breaks = "Scott",col="lightblue")
curve(dnorm(x,0,1),add=T,col="blue")


[image: ]

中心（平均）に近いところでは起こりやすく、中心から遠いところでは起こりにくいことが分かります。

曲線はガウスの発見した理論曲線で、次の式で表されます。

　　　ϕ(z)=12πexp(−z22)∼N(0,1)\phi \left( z\right)
=\frac{1}{\sqrt{2\pi }}\exp \left( -\frac{z^{2}}{2}\right)\sim
N(0,1)

中心 0 から距離 |z||z| にあるデータが出力される確率は ϕ(z)\phi(z) .

中心極限定理では、一般の確率変数でもサンプル数が大きくなれば、標本平均を標準化した確率変数は標準正規分布に漸近的に従うことが知られています。

確率は中心からの距離によって決まります。（中心＝平均）


	中心に近いところでは確率が高く.

	中心から遠いところでは確率は低くなります.

この中心からの距離 |z||z| をマハラノビスの距離といいます。



［注意］

　z そのものは、正負の符号を持つマハラノビスの座標と考えればよいでしょう。



2.1.1.2 正規分布.

一般の正規分布では、尺度を標準偏差にすることで統一的な扱いが可能になります。

つまり中心から標準偏差いくつぶん離れているかを確率的距離と考えるわけです。

　　　z=x−μσz=\frac{x-\mu}{\sigma}

標準化によって得られるzの絶対値が xのマハラノビス距離に相当します。

x∼N(μ,σ2)x\sim N(\mu,~\sigma^2) のとき、

　　　z=x−μσ∼N(0,1)z=\frac{x-\mu}{\sigma} \sim N(0,1)　　であり、


	|z| が小さければ、xは平均から近く高確率

	|z| が大きければ、xは平均から遠く低確率



|z| はマハラノビスの距離であり、x が平均から標準偏差いくつぶん離れているかを表します。


	マハラノビスの確率距離が小さければ確率的に起こりやすく、誤差変動の範囲内.



	マハラノビスの確率距離が大きければ確率的に起こりにくく、誤差変動を超える範囲.



と考えます。



2.1.1.3 検定との関係.

統計的検定では、帰無仮説のもとでの確率分布を考えます。

有意水準 5 %のZ検定では、得られた統計量と分布の中心とのマハラノビス距離が、


	1.96以内ならば、統計量は確率95%の範囲内にあり、帰無仮説は棄却されず、



	1.96を超えていれば、統計量は誤差を超える範囲と判断し、帰無仮説を棄却します。



検定では偏差を標準偏差で割った z 値の絶対値を確率的距離として、差が有意かどうかを判断しています。

標準偏差が未知の場合は標準偏差の推定値を使用します。この場合、

偏差を標準偏差の推定値で割った t 値の絶対値を確率的距離と考え、t分布表を用いて差が有意かどうかを判断します。

［注意］

　z 値はマハラノビスの座標と考えましたが、t 値は確率的座標と考えると良いでしょう。.




2.1.2 平均差の確率分布.

本節のテーマは「２群の平均差の検定」ですが、差を測るには２群の平均差の標準偏差が必要です。

平均差の期待値・分散について確認しておきましょう。

まず、基本的な性質から確認します。


2.1.2.1 期待値・分散の性質.

確率変数 X,Y が独立であるとき、


	E(X−Y)=E(X)−E(Y)E(X-Y)=E(X)-E(Y)　　　　E(kX)=kE(X)E(kX)=kE(X)


	V(X−Y)=V(X)+V(Y)V(X-Y)=V(X)+V(Y)　　　　V(kX)=k2V(X)V(kX)=k^2V(X)




が成立します。期待値E( )の性質は、独立でなくとも成立します。

期待値の性質は線形性と呼ばれる自然な性質です。

分散の性質は意外に思われるかもしれません。

分散の性質についてシミュレーションで確かめてみましょう。

　　　x1：平均 3 、標準偏差 1 の正規乱数からの1000個のデータ.

　　　x2：平均 2 、標準偏差 1 の正規乱数からの1000個のデータ.

　　　x3=x1-x2.

x1 = rnorm(1000,mean=3,sd=1)
x2 = rnorm(1000,mean=2,sd=1)
x3 = x1-x2
par(family = "HiraKakuProN-W3") 
hist(x1,prob=T,col="pink",xlim=c(-2,12),main="差の確率分布",xlab="")
hist(x2,prob=T,col="lightblue",add=T)
hist(x3,prob=T,col="lightgreen",add=T)


[image: ]

x3=x1−x2x3=x1-x2 のヒストグラムの幅は広がり、分散は大きくなっているようです。 分散の性質を確認します。

v <- c(var(x3),var(x3/2));v


## [1] 1.8636105 0.4659026


	V(X1−X2)=V(X1)+V(X2)=2V(X1-X2)=V(X1)+V(X2)=2.



	V(12X3)=14V(X3)=0.5V\left(\frac{1}{2}X3\right)=\frac{1}{4}V(X3)=0.5



となっていることが分かります。



2.1.2.2 標本平均の分布.

データが X∼N(μ,σ2)X\sim N(\mu,\sigma^2) に従い、

nn個のデータx1,x2,⋯,xnx_1,~x_2,~\cdots,x_{n} が独立に得られているとします。

x1,x2,⋯,xnx_1,~x_2,~\cdots,x_{n} は独立な nn 個の確率変数であるので、

　　　E(x1+x2+⋯+xn)=E(x1)+E(x2)+⋯+E(xn)E(x_1+x_2+\cdots +x_{n})=E(x_1)+E(x_2)+\cdots +E(x_{n})

　　　V(x1+x2+⋯+xn)=V(x1)+V(x2)+⋯+V(xn)V(x_1+x_2+\cdots +x_{n})=V(x_1)+V(x_2)+\cdots +V(x_{n})

が成立します。

平均 μ\mu,　分散 σ2\sigma^2 は共通なので、

　　　E(x1+x2+⋯+xn)=nμE(x_1+x_2+\cdots +x_{n})=n\mu

　　　V(x1+x2+⋯+xn)=nσ2V(x_1+x_2+\cdots +x_{n})=n\sigma^2

E(kX)=kE(X),V(kX)=k2V(X)E(kX)=kE(X),~~~V(kX)=k^2V(X)　であるので、

　　　E(x1+x2+⋯+xnn)=μE\left(\frac{x_1+x_2+\cdots +x_{n}}{n}\right)=\mu

　　　V(x1+x2+⋯+xnn)=σ2nV\left(\frac{x_1+x_2+\cdots +x_{n}}{n}\right)= \frac{\sigma^2}{n}

nn個データの標本平均　X¯=x1+x2+⋯+xnn\overline{X}=\frac{x_1+x_2+\cdots +x_{n}}{n}　について、

　　　X¯∼N(μ,σ2n)\overline{X}\sim N\left(\mu,\frac{\sigma^2}{n}\right)　　が成立します。

［注意］

一般の分布に対しても標本数が大きければ、中心極限定理により標本平均の分布は正規分布に近似できることが知られています。

標本数は30以上あれば正規近似は妥当とされていますが、シミュレーションによって確かめておく必要があるでしょう。探究課題として取組んでください。



2.1.2.3 標本平均の差の分布.

X1∼N(μ1,σ12),X2∼N(μ2,σ22)X_1\sim N(\mu_1,\sigma_1^2)\:,\:X_2\sim N(\mu_2,\sigma_2^2) 　は独立な２群を表す確率変数とします。

各群から標本を抽出し、その標本数を n1,n2n_1,n_2 、不偏分散を s12,s22s_1^2,s_2^2 とします。

各抽出標本の標本平均を X1¯,X2¯\overline{X_1},~~\overline{X_2} とすると、

　　X1¯∼N(μ1,σ12n1),X2¯∼N(μ2,σ22n2)\overline{X_1}\sim N\left(\mu_1,\frac{\sigma_1^2}{n_1}\right)\:,~~\:\overline{X_2}\sim N\left(\mu_2,\frac{\sigma_2^2}{n_2}\right)　より

　　　　　X1¯−X2¯∼N(μ1−μ2,σ12n1+σ22n2)\overline{X_1}-\overline{X_2}\sim N\left(\mu_1-\mu_2\:,\:\frac{\sigma_1^2}{n_1}+\frac{\sigma_2^2}{n_2}\right)

母分散が共通：σ2=σ12=σ22\sigma^2=\sigma_1^2=\sigma_2^2 という前提のもとでは、

　　　　　X1¯−X2¯∼N(μ1−μ2,σ2n1+σ2n2)\overline{X_1}-\overline{X_2}\sim N\left(\mu_1-\mu_2\:,\:\frac{\sigma^2}{n_1}+\frac{\sigma^2}{n_2}\right)

共通の母分散が未知の場合、次のように母分散の推定値 s2s^2 を構成します。


	２群をプールした偏差平方和は 　　s12(n1−1)+s22(n2−1)s_1^2(n_1-1)+s_2^2(n_2-1)


	自由度は 　　(n1−1)+(n2−1)=n1+n2−2(n_1-1)+(n_2-1)=n_1+n_2-2


	２群をプールした不偏分散は 　s2=s12(n1−1)+s22(n2−1)n1+n2−2s^2=\frac{s_1^2(n_1-1)+s_2^2(n_2-1)}{n_1+n_2-2}




これが共通母分散の推定値です。

［注意］

一般の分布に対しても標本数が大きければ、中心極限定理により標本平均の分布は正規近似できるので、標本平均の差の分布は正規分布で近似できます。



2.1.2.4 ２群の平均差の検定.

２群が等分散であることを前提として、

帰無仮説：「２群の平均に差はない」　を検定します。

　　　X1¯−X2¯∼N(0,σ2n1+σ2n2)\overline{X_1}-\overline{X_2}\sim N\left(0\:,\:\frac{\sigma^2}{n_1}+\frac{\sigma^2}{n_2}\right)　であるので、

＜母分散 σ2\sigma^2 が既知の場合＞、

　　統計量　z=X1¯−X2¯σ1n1+1n2∼N(0,1)z=\frac{\overline{X_1}-\overline{X_2}}{\sigma\sqrt{\frac{1}{n_1}+\frac{1}{n_2}}}\sim
N(0\:,\:1) をマハラノビスの座標と考え、

　　得られた統計量 X1¯−X2¯\overline{X_1}-\overline{X_2} が有意な差かどうかを判断します。

＜母分散 σ2\sigma^2 が未知の場合＞.

　母分散の推定量 s2s^2 を用い、

　　統計量　t=X1¯−X2¯s1n1+1n2∼t(n1+n2−2)t=\frac{\overline{X_1}-\overline{X_2}}{s\sqrt{\frac{1}{n_1}+\frac{1}{n_2}}}\sim
t(n_1+n_2-2) 　を確率的座標と考え、

　　t分布表で、統計量 X1¯−X2¯\overline{X_1}-\overline{X_2} が有意な差かどうかを判断します。

［注意］

マハラノビスの距離も確率的距離も本来は正の数ですが、上の説明では、z値とt値は標準偏差を尺度とした座標と考えています。つまり、中心から左へ行けば、マイナスの距離と考えています。




2.1.3 シミュレーション①.

目的は、２群の平均差を適切に検定することです。

適切でない検定であっても、検定結果は出力されてしまいます。結果が信頼に値するためには、事前に十分なシミュレーションを行い、検定の可能性と限界について調べておく必要があります。 以下のシミュレーションにおいても、データ数や分布などの前提条件を変え、納得いくまで確かめてください。

独立２標本の差の検定では、


	共通の平均と標準偏差のもとで、出力される平均差がどのように変動するか分布を調べます.

（差がないという帰無仮説のもとでの平均差の分布です）.

	平均点に差がある前提のもとで、出力される平均差がどのように変動するか分布を調べます.

（一定の差あるという対立仮説のもとでの平均差の分布です）.



帰無仮説と対立仮説の分布に大きな差があれば、平均の差を統計的に検出できることになります。


2.1.3.1 母分散が既知.

母分散を用いた尺度を用いると、Z検定になります。

簡単のため、２群の標本数は同じとし、検定は右側検定のみを実施します。


2.1.3.1.1 標本数40.

＜帰無仮説＞.


	群G1（平均5, 標準偏差1）からの大きさ40の標本 x1x_1



	群G2（平均5, 標準偏差1）からの大きさ40の標本 x2x_2



のもとで、

　　標本平均の差 　 X1¯−X2¯∼N(0,1240+1240)\overline{X_1}-\overline{X_2}~~\sim N\left(0,~\frac{1^2}{40}+\frac{1^2}{40}\right)

X1¯−X2¯\overline{X_1}-\overline{X_2} の母標準偏差を尺度としたマハラノビスの座標は、

標準正規分布 N(0,1)N(0,1) に従うはずです。

標準正規分布の理論曲線を赤で重ね書きして確かめましょう。

XZ=c()
for (i in 1:1000){
  x1 <- rnorm(40,5,1);x2 <- rnorm(40,5,1)
  x <- mean(x1)-mean(x2)
  xz <- x/sqrt(1^2/40+1^2/40)
  XZ <- c(XZ,xz)
}
hist(XZ,prob=T,breaks = "Scott",main="",xlab="",col="lightblue")
curve(dnorm(x, 0, 1),add=T,col="red")


[image: ]

マハラノビスの座標は、標準正規分布に従っているようです。

＜対立仮説＞.


	群G1（平均5.5, 標準偏差1）からの大きさ40の標本x1.



	群G2（平均5, 標準偏差1）からの大きさ40の標本x2.



のもとで、

　　標本平均の差 　 X1¯−X2¯∼N(0.5,1240+1240)\overline{X_1}-\overline{X_2}~~\sim N\left(0.5,~\frac{1^2}{40}+\frac{1^2}{40}\right)

このように、２群に平均差があるとしたら、X1¯−X2¯\overline{X_1}-\overline{X_2}~~ の 0 からのマハラノビスの距離はどうなるでしょうか。

帰無仮説と対立仮説の中心間の距離は 0.5 ですが、

　　　マハラノビス距離は 0.5140+140≒2.24\frac{0.5}{\sqrt{\frac{1}{40}+\frac{1}{40}}}\fallingdotseq 2.24~

Z検定では、有意差が検知される可能性が高いようです。

ヒストグラムで視覚化してみましょう。


	帰無仮説のもとでの理論曲線を青で示します。



	赤の縦線は帰無仮説のもとでの棄却境界であり、

ヒストグラムで赤の縦線の右側の値が得られたとき帰無仮説は棄却されます。 　　



YZ=c()
for (i in 1:1000){
  y1 <- rnorm(40,5.5,1);y2 <- rnorm(40,5,1)
  y <- mean(y1)-mean(y2)
  yz <- y/sqrt(1^2/40+1^2/40)
  YZ <- c(YZ,yz)
}
hist(YZ,prob=T,breaks = "Scott",main="",xlab="")
curve(dnorm(x, 0, 1),col="blue",add=T)
abline(v = qnorm(0.95,0,1),col="red")


[image: ]

ヒストグラムの赤い縦線より右の範囲では帰無仮説が棄却されることになります。

X1¯−X2¯\overline{X_1}-\overline{X_2} の０からのマハラノビス距離の期待値は 2.24 ですが、誤差変動のため棄却域に入らないこともあるようです。



2.1.3.1.2 標本数10.


	標本数が小さくても、母集団が正規分布に従えば、標本平均も正規分布に従います.



	母分散を用いた標準化は、標準正規分布に従います。



帰無仮説のもとでのマハラノビス座標の分布は、標準正規分布に従うはずです。確かめておきましょう。

＜帰無仮説＞.


	群G1（平均5, 標準偏差1）からの大きさ10の標本 x1x_1



	群G2（平均5, 標準偏差1）からの大きさ10の標本 x2x_2



のもとで、

　　標本平均の差 　 X1¯−X2¯∼N(0,1210+1210)\overline{X_1}-\overline{X_2}~~\sim N\left(0,~\frac{1^2}{10}+\frac{1^2}{10}\right)

X1¯−X2¯\overline{X_1}-\overline{X_2} の母標準偏差を尺度としたマハラノビスの座標は、

標準正規分布 N(0,1)N(0,1) に従うはずです。

標準正規分布の理論曲線を赤で重ね書きして確かめましょう。

XZ=c()
for (i in 1:1000){
  x1 <- rnorm(10,5,1);x2 <- rnorm(10,5,1)
  x <- mean(x1)-mean(x2)
  xz <- x/sqrt(1^2/10+1^2/10)
  XZ <- c(XZ,xz)
}
hist(XZ,prob=T,breaks = "Scott",main="",xlab="",col="lightblue")
curve(dnorm(x, 0, 1),add=T,col="red")


[image: ]

マハラノビスの座標は、標準正規分布に従っているようです。

＜対立仮説＞.


	群G1（平均5.5, 標準偏差1）からの大きさ10の標本 x1x_1



	群G2（平均5, 標準偏差1）からの大きさ10の標本 x2x_2



のもとで、

　　標本平均の差 　 X1¯−X2¯∼N(0.5,1210+1210)\overline{X_1}-\overline{X_2}~~\sim N\left(0.5,~\frac{1^2}{10}+\frac{1^2}{10}\right)

このように、２群に平均差があるとしたら、X1¯−X2¯\overline{X_1}-\overline{X_2}~~ の 0 からのマハラノビスの距離はどうなるでしょうか。

帰無仮説と対立仮説の中心間の距離は 0.5 ですが、

　　　マハラノビス距離は 0.5110+110≒1.12\frac{0.5}{\sqrt{\frac{1}{10}+\frac{1}{10}}}\fallingdotseq 1.12~

標本数が小さいと、尺度である標準偏差が大きくなり、Z検定では棄却されない可能性が高いようです。

ヒストグラムで視覚化してみましょう。


	帰無仮説のもとでの理論曲線を青で示します。



	赤の縦線は帰無仮説のもとでの棄却境界であり、

ヒストグラムで赤の縦線の右側の値が得られたとき帰無仮説は棄却されます。 　　



YZ=c()
for (i in 1:1000){
  y1 <- rnorm(10,5.5,1);y2 <- rnorm(10,5,1)
  y <- mean(y1)-mean(y2)
  yz <- y/sqrt(1^2/10+1^2/10)
  YZ <- c(YZ,yz)
}
hist(YZ,prob=T,breaks = "Scott",main="",xlab="")
curve(dnorm(x, 0, 1),col="blue",add=T)
abline(v = qnorm(0.95,0,1),col="red")


[image: ]

ヒストグラムの赤い縦線より右の範囲は少なく、有意差が検出される可能性は低いと言えます。

平均の有意差を検出するには、標本数が大きい方が有利です。




2.1.3.2 母分散が未知.

乱数モデルによるシミュレーションでは母分散が分かっていますが、実際の検定では母分散が未知として進めなければなりません。

以下では、母分散の推定値を用いて確率距離を計算します。

この場合、確率的座標はt分布に従います。


2.1.3.2.1 標本数20.

標本数が大きければ標本平均は正規分布で近似され分散の推定値も母分散に近似されるので、t分布と標準正規分布との差はあまりないはずです。シミュレーションで確かめましょう。

＜帰無仮説＞.


	群G1（平均5, 標準偏差1）からの大きさ20の標本 x1x_1



	群G2（平均5, 標準偏差1）からの大きさ20の標本 x2x_2



母標準偏差は未知であるとし、母標準偏差の推定値 s を用いて標準化します。

t分布の確率密度関数を青で、標準正規分布を赤で描き比較します。

XZ=c()
n1 <- 20
n2 <- 20
for (i in 1:1000){
  x1 <- rnorm(n1,5,1);x2 <- rnorm(n2,5,1)
  x <- mean(x1)-mean(x2)
  s <- (var(x1)*(n1-1)+var(x2)*(n2-1))/(n1+n1-2)
  xz <- x/sqrt(s/n1+s/n2)
  XZ <- c(XZ,xz)
}
hist(XZ,prob=T,breaks = "Scott",main="",xlab="",col="lightblue")
curve(dnorm(x, 0, 1),add=T,col="red")
abline(v = qnorm(0.95,0,1),col="red")
curve(dt(x,(n1+n2-2)),add=T,col="blue")
abline(v = qt(0.95,n1+n2-2),col="blue")


[image: ]

t検定の棄却境界を青の縦線で、z検定の棄却境界を赤の縦線で表示していますが、ほとんど差がないようです。（標本数40にすると完全に重なって見えます）.

＜対立仮説＞.


	群G1（平均5.5, 標準偏差1）からの大きさ20の標本 x1x_1



	群G2（平均5, 標準偏差1）からの大きさ20の標本 x2x_2



20個の標本で、平均差 0.5 を検知できるでしょうか。

対立仮説のもとでの出力をヒストグラムで、帰無仮説のもとでの理論曲線を青で表示します。

YZ=c()
n1 <- 20
n2 <- 20
for (i in 1:1000){
  y1 <- rnorm(n1,5.5,1);y2 <- rnorm(n2,5,1)
  y <- mean(y1)-mean(y2)
  s <- (var(y1)*(n1-1)+var(y2)*(n2-1))/(n1+n1-2)
  yz <- y/sqrt(s/n1+s/n2)
  YZ <- c(YZ,yz)
}
hist(YZ,prob=T,breaks = "Scott",main="",xlab="")
curve(dt(x,(n1+n2-2)),add=T,col="blue")
abline(v = qt(0.95,n1+n2-2),col="red")


[image: ]

検出力（ヒストグラムで赤縦線の右の割合）は 50% ほどで低いですが、これは標本数が20 で小さいため有意差が検出しにくいからです。

標本数を40とすれば、Z検定とほぼ同じ検出力になります。

つまり、母分散を推定値で代用し t検定を使用しても、検定の有効性に変わりはないと考えられます。

しかし、標本数が少ない場合は検出力が低下するので、注意深く観察する必要があります。

　



2.1.3.2.2 標本数5.

同じ t検定ですが、標本数を 5 に減らしてみましょう。

＜帰無仮説＞.


	群G1（平均5, 標準偏差1）からの大きさ5の標本 x1x_1



	群G2（平均5, 標準偏差1）からの大きさ5の標本 x2x_2



XZ=c()
n1 <- 5
n2 <- 5
for (i in 1:1000){
  x1 <- rnorm(n1,5,1);x2 <- rnorm(n2,5,1)
  x <- mean(x1)-mean(x2)
  s <- (var(x1)*(n1-1)+var(x2)*(n2-1))/(n1+n1-2)
  xz <- x/sqrt(s/n1+s/n2)
  XZ <- c(XZ,xz)
}
hist(XZ,prob=T,breaks = "Scott",main="",xlab="",col="lightblue")
curve(dnorm(x, 0, 1),add=T,col="red")
abline(v = qnorm(0.95,0,1),col="red")
curve(dt(x,(n1+n2-2)),add=T,col="blue")
abline(v = qt(0.95,n1+n2-2),col="blue")


[image: ]

標本数が小さいと、t分布の裾は標準正規分布よりも広がり、棄却境界もZ検定から離れてきます。

この状態でZ検定を行えば検定は甘くなります。推定や検定を精密にするには、t検定がより適切と考えられます。

＜対立仮説＞.


	群G1（平均5.5, 標準偏差1）からの大きさ5の標本 x1x_1



	群G2（平均5, 標準偏差1）からの大きさ5の標本 x2x_2



小標本で、平均差 0.5 が検出できるでしょうか？

YZ=c()
n1 <- 10
n2 <- 10
for (i in 1:1000){
  y1 <- rnorm(n1,5.5,1);y2 <- rnorm(n2,5,1)
  y <- mean(y1)-mean(y2)
  s <- (var(y1)*(n1-1)+var(y2)*(n2-1))/(n1+n2-2)
  yz <- y/sqrt(s/n1+s/n2)
  YZ <- c(YZ,yz)
}
hist(YZ,prob=T,breaks = "Scott",main="",xlab="")
curve(dt(x,(n1+n2-2)),col="blue",add=T)
abline(v = qt(0.95,n1+n2-2),col="red")


[image: ]

t分布への当てはまりは良いですが、小標本のため有意差の検出が難しくなっています。

小標本で有意差を検出するには、母平均の差がかなり大きい必要があります。






2.2 ウェルチのt検定.

　高校数学の教科書では、標本平均から母平均を推定する際、母標準偏差が既知であることが前提となっています。

高校生の頃、「母標準偏差は既知」という前提に違和感を覚えました。分散は母平均が分からなければ求まらないからです。 母分散が未知の場合の母平均推定については、母分散の推定値を用いたゴセットの標準化がその方法を与えてくれます。

（拙著「高校生の統計学」では、不偏分散を用いた標本平均の標準化をゴセットの標準化と呼んでいます）.

　次に、独立２群の平均差を検定する際には、２群の等分散性が必要になります。 しかし、母集団から抽出した標本の分散変動は大きく、抽出標本による分散の推定値が異なっているからといって、２群の等分散性が否定されるわけではありません。

例えば、「母平均5、母分散100の母集団から大きさ10の標本を抽出し不偏分散を算出する」という操作を1000回繰り返し、不偏分散の変動を見ると、

XV=c()
n1 <- 10
for (i in 1:1000){
  x1 <- rnorm(n1,5,10)
  XV <- c(XV,var(x1))
}
mv <- c(mean(XV),sd(XV));mv


## [1] 98.43929 46.72913

不偏分散の平均は100に近いですが、変動幅である標準偏差は 50 に近く、かなり大きな変動となっています。そこで、

　　「等分散という前提を設けない検定を考えてはどうか」

というのがウェルチのアイディアです。

方法としてはゴセットの標準化の類比を考えます。


2.2.1 ウェルチの標準化.

＜標本平均から母平均を推定する際＞.


	母分散が既知のときは.

X‾−μσn\frac{\bar{X}-\mu}{\frac{\sigma}{\sqrt{n}}} が標準正規分布に従うことから区間推定が可能でした。


	母分散が未知のとき.

X‾−μsn\frac{\bar{X}-\mu}{\frac{s}{\sqrt{n}}} が t分布に従うことから区間推定を行います。

（本書ではゴセットの標準化と呼んでいます）.

母分散を推定値で代用し t分布につなげています。




t分布へのつなげ方を、次の場合にも適用します。

＜独立２群の平均差を検定する際＞.

X1∼N(μ1,σ12),X2∼N(μ2,σ22)X_1\sim N(\mu_1,\sigma_1^2)\:,\:X_2\sim N(\mu_2,\sigma_2^2) 　は独立な２群を表す確率変数とします。

各群から標本を抽出し、その標本数を n1,n2n_1,n_2 、不偏分散を s12,s22s_1^2,s_2^2 とします。

各群抽出サンプルの標本平均を X1¯,X2¯\overline{X_1},~~\overline{X_2} とすると、

　　　X1¯∼N(μ1,σ12n1),X2¯∼N(μ2,σ22n2)\overline{X_1}~\sim N\left(\mu_1,\frac{\sigma_1^2}{n_1}\right)\:,\:\overline{X_2}~\sim N\left(\mu_2,\frac{\sigma_2^2}{n_2}\right)　より

　　　　　X1¯−X2¯∼N(μ1−μ2,σ12n1+σ22n2)\overline{X_1}-\overline{X_2}~\sim N\left(\mu_1-\mu_2\:,\:\frac{\sigma_1^2}{n_1}+\frac{\sigma_2^2}{n_2}\right)


	母分散 σ12,σ22\sigma_1^2,\sigma_2^2 が既知のときは.

z=X1¯−X2¯σ12n1+σ22n2∼N(0,1)z=\frac{\overline{X_1}-\overline{X_2}}{\sqrt{\frac{\sigma_1^2}{n_1}+\frac{\sigma_2^2}{n_2}}}\sim
N(0\:,\:1)　により２群の平均差をZ検定します。


	母分散が未知のときは、母分散を推定値 s12,s22s_1^2,s_2^2 で代用し.

t=X1¯−X2¯s12n1+s22n2∼t(f)t=\frac{\overline{X_1}-\overline{X_2}}{\sqrt{\frac{s_1^2}{n_1}+\frac{s_2^2}{n_2}}}\sim
t(f) 　により２群の平均差をt検定します。

これを本書ではウェルチの標準化と呼ぶことにします。

（自由度 f≒n1+n2−2f\fallingdotseq n_1+n_2-2と考えられますが、以下の補正が必要になります）

　補正自由度：f=(s12/n1+s22/n2)2(s12/n1)2(n1−1)+(s22/n2)2(n2−1)f=\frac{(s_1^2/n_1 + s_2^2/n_2)^2 }{ \frac{(s_1^2 / n_1)^2}{ (n_1 - 1) }+ \frac{(s_2^2 / n_2)^2}{(n_2 - 1)  }}.

補正自由度は２群の標本数と標本の不偏分散に影響されます。標本数が同数の場合と２群の標本数が大きく異なる場合では、自由度も変わることが予想されます。シミュレーションでは、標本数の状況を変えて調べる必要があるでしょう。

自由度が変動する確率変数となることで、シミュレーションが困難になりますが、自由度の平均を用いて t分布への近似の状態を把握します。




ウェルチのt検定の数理的導出については、

@tabintone(komatsu) 様「Welchのt検定ってどこから来たの？」に詳しい説明があります。

かなり難しいです。

ここではシミュレーションを用いて、ウェルチのt検定の妥当性を確かめることにしましょう。


2.2.1.1 不等分散・母分散既知

母分散が既知であれば、２群の分散が大きく異なっていても大丈夫でしょうか？

標準化したz値が標準正規分布に適合しているかに注目します。

＜n1=5,σ1=1、n2=15,σ2=10n_1=5,\sigma_1=1、 n_2=15,\sigma_2=10＞.

XW=c()
n1 <- 5;s1 <- 1
n2 <- 15;s2 <- 10
for (i in 1:1000){
  x1 <- rnorm(n1,5,s1);x2 <- rnorm(n2,5,s2)
  x <- mean(x1)-mean(x2)
  xw <- x/sqrt(s1^2/n1+s2^2/n2)
  XW <- c(XW,xw)
}
hist(XW,prob=T,breaks = "Scott",main="",xlab="",col=0,xlim=c(-3,3))
curve(dnorm(x, 0, 1),add=T,col="red")
abline(v = qnorm(0.95,0,1),col="red")
curve(dt(x,(n1+n2-2)),add=T,col="blue")
abline(v = qt(0.95,n1+n2-2),col="blue")


[image: ]

母分散が既知であれば、


	分散が大きく異なっていても、



	標本数が大きく異なっていても、



標本差の標準化は標準正規分布に従うと考えて良さそうです。



2.2.1.2 不等分散・母分散未知

大標本であれば、母分散の推定値は母分散にほぼ等しく、標本平均は漸近的に正規分布に従うので、ウェルチの標準化は標準正規分布に漸近的に従うと考えられます。検討が必要になるのは、


	小標本.

	不等分散.

	異なる標本数.



のときです。

母分散が未知の場合、母分散の推定には次の２つの方法が考えられます。

＜２群の標本変動をプールした分散で代用＞

次のように母分散の推定値 s2s^2 を構成します。


	２群をプールした偏差平方和は 　　s12(n1−1)+s22(n2−1)s_1^2(n_1-1)+s_2^2(n_2-1)



	自由度は 　　(n1−1)+(n2−1)=n1+n2−2(n_1-1)+(n_2-1)=n_1+n_2-2



　２群をプールした不偏分散　s2=s12(n1−1)+s22(n2−1)n1+n2−2s^2=\frac{s_1^2(n_1-1)+s_2^2(n_2-1)}{n_1+n_2-2} 　を母分散の推定量として標準化します。

　この標準化は２群の母分散が等しいとき 自由度 (n1+n2−2)(n_1+n_2-2)の t分布に従いますが、不等分散の場合はその保証はありません。

＜２群の不偏分散で代用＞

　　　s2=s12n1+s22n2s^2=\frac{s_1^2}{n_1}+\frac{s_2^2}{n_2}　を母分散の推定量とするウェルチの標準化です。

この場合も t分布に従う保証はありません。ウェルチは自由度を

　　　f=(s12/n1+s22/n2)2(s12/n1)2(n1−1)+(s22/n2)2(n2−1)f=\frac{(s_1^2/n_1 + s_2^2/n_2)^2 }{ \frac{(s_1^2 / n_1)^2}{ (n_1 - 1) }+ \frac{(s_2^2 / n_2)^2}{(n_2 - 1)  }}　と補正することを主張しています。

　　　 　

この２つの方法をシミュレーションで比較検討し、t分布からどの程度乖離するか確かめます。.



2.2.1.3 ウェルチの自由度.

ウェルチの自由度が確率変数であることにも注意する必要があります。

つまり近似されるt分布が常に変化するので、分布の当てはまりの判断ができなくなります。

ウェルチの自由度がどのような値を取るか調べてみましょう。

赤の縦線はプール分散の自由度、青の縦線はウェルチの自由度の平均です。

＜2群の分散が１と４＞.

FF=c()
n1 <- 4
n2 <- 7
for (i in 1:1000){
  x1 <- rnorm(n1,5,1);x2 <- rnorm(n2,5,2)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  FF <- c(FF,f)
}
par(family = "HiraKakuProN-W3") 
hist(FF,prob=T,main="ウェルチの自由度",xlab="")
abline(v = n1+n2-2,col="red")
abline(v = mean(FF),col="blue")


[image: ]

次に、２群の分散の差が大きい場合を考えます。

＜2群の分散が１と９＞.

FF=c()
n1 <- 4
n2 <- 7
for (i in 1:1000){
  x1 <- rnorm(n1,5,1);x2 <- rnorm(n2,5,3)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  FF <- c(FF,f)
}
par(family = "HiraKakuProN-W3") 
hist(FF,prob=T,main="ウェルチの自由度",xlab="")
abline(v = n1+n2-2,col="red")
abline(v = mean(FF),col="blue")


[image: ]

補正自由度はプール分散の自由度より小さく、２群の分散の差が大きくなければ、プール分散の自由度を補正して小さくしたものと考えることができそうです。シミュレーションでは、変動する自由度の平均を自由度としたt分布を考えます。




2.2.2 シミュレーション②.

不等分散２群の平均差の検定において、

「２群の平均は等しい」という帰無仮説のもとで、平均差の標準化統計量の確率分布を調べます。

その際、


	プール分散による標準化統計量は、t分布への当てはまりが良くないこと


	ウェルチの標準化統計量は、t分布によく当てはまること




これらをシミュレーションで確かめます。


2.2.2.1 不等分散かつ等平均.


	プール分散による標準化統計量は、

　　t=X1¯−X2¯s1n1+1n2∼t(n1+n2−2)t=\frac{\overline{X_1}-\overline{X_2}}{s\sqrt{\frac{1}{n_1}+\frac{1}{n_2}}}\sim
t(n_1+n_2-2) 　（xpとして出力）


	ウェルチの標準化統計量は、

　　t=X1¯−X2¯s12n1+s22n2∼t(f)t=\frac{\overline{X_1}-\overline{X_2}}{\sqrt{\frac{s_1^2}{n_1}+\frac{s_2^2}{n_2}}}\sim
t(f) 　（xwとして出力）




1000回の繰り返しデータをヒストグラムで並置し比較します。


2.2.2.1.1 n1=4,σ1=1、n2=7,σ2=5n_1=4,\sigma_1=1、 n_2=7,\sigma_2=5.

＜帰無仮説＞.


	群G1（平均5, 標準偏差1）からの大きさ4の標本 x1x_1



	群G2（平均5, 標準偏差5）からの大きさ7の標本 x2x_2



ウェルチの標準化の自由度は f とし、その平均を自由度とした t分布曲線を表示します。

XW=c()
XP=c()
FF=c()
n1 <- 4
n2 <- 7
for (i in 1:1000){
  x1 <- rnorm(n1,5,1);x2 <- rnorm(n2,5,5)
  x <- mean(x1)-mean(x2)
  sp <- (var(x1)*(n1-1)+var(x2)*(n2-1))/(n1+n1-2)#プール分散
  xp <- x/sqrt(sp/n1+sp/n2)
  XP <- c(XP,xp)
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  XW <- c(XW,xw)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  FF <- c(FF,f)
}
par(family = "HiraKakuProN-W3") 
par(mfrow=c(1,2))
hist(XP,prob=T,breaks ="Scott",col=0,xlim=c(-4,4),main="プール分散による標準化")
curve(dt(x,(n1+n2-2)),add=T,col="red")
hist(XW,prob=T,breaks ="Scott",col=0,xlim=c(-4,4),main="ウェルチの標準化")
curve(dt(x,mean(FF)),add=T,col="blue")


[image: ]

#補正自由度、プール自由度
free <- c(mean(FF),n1+n2-2);free


## [1] 6.946898 9.000000

プール分散による標準化は、理論分布から乖離しています。

プール分散は、２群の分散の加重平均です。


	分散の大きい群の標本数が大きければ、プール分散は過大になるので、標準化は小さな値になりがちです。



	分散の小さい群の標本数が大きければ、プール分散は過小になるので、標準化は大きな値になると予想されます。





2.2.2.1.2 n1=10,σ1=1、n2=4,σ2=5n_1=10,\sigma_1=1、 n_2=4,\sigma_2=5.

今度は、分散の小さい群の標本数を大きくしてみます。

＜帰無仮説＞.


	群G1（平均5, 標準偏差1）からの大きさ10の標本 x1x_1



	群G2（平均5, 標準偏差5）からの大きさ4の標本 x2x_2



XW=c()
XP=c()
FF=c()
n1 <- 10
n2 <- 4
for (i in 1:1000){
  x1 <- rnorm(n1,5,1);x2 <- rnorm(n2,5,5)
  x <- mean(x1)-mean(x2)
  sp <- (var(x1)*(n1-1)+var(x2)*(n2-1))/(n1+n1-2)#プール分散
  xp <- x/sqrt(sp/n1+sp/n2)
  XP <- c(XP,xp)
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  XW <- c(XW,xw)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  FF <- c(FF,f)
}
par(family = "HiraKakuProN-W3") 
par(mfrow=c(1,2))
hist(XP,prob=T,breaks = "Scott",xlab="",col=0,xlim=c(-8,8),main="プール分散による標準化")
curve(dt(x,(n1+n2-2)),add=T,col="red")
hist(XW,prob=T,breaks = "Scott",xlab="",col=0,xlim=c(-8,8),main="ウェルチの標準化")
curve(dt(x,mean(FF)),add=T,col="blue")


[image: ]

#補正自由度、プール自由度
free <- c(mean(FF),n1+n2-2);free


## [1]  3.247492 12.000000

分散の小さい群の標本数が大きいと、標準化は大きな値になるようです。

標本数が変わると、補正自由度・プール自由度の差も大きくなっています。

注目したいのは、ウェルチの標準化は標本数の影響が小さいことです。

母分散が既知でない場合にウェルチの方法が有効とされるのも納得がいきます。

課題.

２群の標本数・分散を変えてシミュレーションしましょう。

標本数が同じ場合は、プール分散による標準化もウェルチの標準化もあまり差がないと予想されます。





2.2.3 検定の有効性.

２群の分散が異なる場合、 ウェルチの標準化が有効であることが分かりましたが、標準正規分布や通常のt分布とどのくらい乖離しているでしょうか。

ウェルチの標準化のヒストグラムと理論曲線を比べてみます。

赤は標準正規分布、青はプール分散の自由度によるt分布、緑はウェルチの自由度によるt分布です。

＜帰無仮説＞.


	群G1（平均5, 標準偏差1）からの大きさ15の標本 x1x_1



	群G2（平均5, 標準偏差3）からの大きさ5の標本 x2x_2



XW=c()
FF=c()
n1 <- 15
n2 <- 5
for (i in 1:1000){
  x1 <- rnorm(n1,5,1);x2 <- rnorm(n2,5,3)
  x <- mean(x1)-mean(x2)
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  XW <- c(XW,xw)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  FF <- c(FF,f)
}
hist(XW,prob=T,breaks = "Scott",main="",xlab="",col=0,xlim=c(-3,3))
curve(dnorm(x, 0, 1),add=T,col="red")
abline(v = qnorm(0.95,0,1),col="red")
curve(dt(x,(n1+n2-2)),add=T,col="blue")
abline(v = qt(0.95,n1+n2-2),col="blue")
curve(dt(x,mean(FF)),add=T,col="green")
abline(v = qt(0.95,f),col="green")


[image: ]

free <- c(mean(FF),n1+n2-2);free


## [1]  4.624354 18.000000

ヒストグラムへの当てはまりは、ウェルチの自由度による曲線のほうが良く、棄却境界もかなり異なるので、ウェルチの検定の有効性が高いと考えられます。

通常は、


	２群の等分散検定を行い.

	棄却されなければ、プール分散を用いたt検定.

	棄却されれば、ウェルチの検定.



とされていました。しかし、検定を繰り返すことで有意差が出やすくなり、第１種の過誤が増加する恐れがあります。

シミュレーションの結果を見れば、直ちにウェルチの検定を実施するほうが有効性が高いようです。

以下、ウェルチの自由度による t分布とその右側棄却境界のみ表示します。

＜対立仮説＞.


	群G1（平均8, 標準偏差1）からの大きさ15の標本 x1x_1



	群G2（平均5, 標準偏差3）からの大きさ5の標本 x2x_2



XW=c()
FF=c()
n1 <- 15
n2 <- 5
for (i in 1:1000){
  x1 <- rnorm(n1,8,1);x2 <- rnorm(n2,5,3)
  x <- mean(x1)-mean(x2)
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  XW <- c(XW,xw)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  FF <- c(FF,f)
}
free <- c(mean(FF),n1+n2-2);free


## [1]  4.608484 18.000000

hist(XW,prob=T,breaks = "Scott",main="",xlab="",col=0,xlim=c(-3,3))
curve(dt(x,mean(FF)),add=T,col="green")
abline(v = qt(0.95,f),col="green")


[image: ]

検出力は高いとは言えないようです。 　

分散が大きい群の標本を大きくした対立仮説でシミュレーションします。

＜対立仮説＞.


	群G1（平均8, 標準偏差1）からの大きさ5の標本 x1x_1



	群G2（平均5, 標準偏差3）からの大きさ15の標本 x2x_2



XW=c()
FF=c()
n1 <- 5
n2 <- 15
for (i in 1:1000){
  x1 <- rnorm(n1,8,1);x2 <- rnorm(n2,5,3)
  x <- mean(x1)-mean(x2)
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  XW <- c(XW,xw)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  FF <- c(FF,f)
}
#自由度
f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
free <- c(mean(FF),n1+n2-2);free


## [1] 16.29161 18.00000

hist(XW,prob=T,breaks = "Scott",main="",xlab="",col=0,xlim=c(-3,3))
curve(dt(x,mean(FF)),add=T,col="green")
abline(v = qt(0.95,f),col="green")


[image: ]

分散が大きい群の標本数が大きいほうが、検出力は高くなるようです。

参考.

層化抽出法では、分散の大きい群からの抽出数を大きくすると、集団の状況が標本に反映されやすいということが知られています。群の大きさと分散の大きさを考慮した配分の比率をネイマン配分といいます。



2.2.4 P値の分布の比較

ウェルチの検定の有効性を確かめるため、以下のシミュレーションで、対立仮説のもとでのp値を算出し、プール分散によるt検定のp値の分布と比較します。

p値の分布を調べる理由は、ウェルチのt検定では補正自由度が抽出ごとに変化するため、 どの自由度のt分布に従うのか固定できないためです。

検出力を上げるため、ここでのシミュレーションは、分散が大きい群の標本数を大きくして行います。

＜n1=5,σ1=1、n2=15,σ2=3n_1=5,\sigma_1=1、 n_2=15,\sigma_2=3＞.

＜対立仮説＞.


	群G1（平均8, 標準偏差1）からの大きさ15の標本 x1x_1



	群G2（平均5, 標準偏差3）からの大きさ5の標本 x2x_2



PP=c()
PW=c()
n1 <- 5
n2 <- 15
for (i in 1:1000){
  x1 <- rnorm(n1,8,1);x2 <- rnorm(n2,5,3)
  x <- mean(x1)-mean(x2)
  sp <- (var(x1)*(n1-1)+var(x2)*(n2-1))/(n1+n1-2)#プール分散
  xp <- x/sqrt(sp/n1+sp/n2)
  pp <- 1- pt(xp,n1+n2-2)
  PP <- c(PP,pp)  
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  pw <- 1- pt(xw,f)
  PW <- c(PW,pw)
}
par(mfrow=c(1,2))
par(family = "HiraKakuProN-W3") 
hist(PP,prob=T,breaks = "Scott",main="等分散仮定でのP値",xlab="",ylim=c(0,12))
hist(PW,prob=T,breaks = "Scott",main="ウェルチt検定のP値",xlab="",ylim=c(0,12))


[image: ]

mean <- c(mean(PP),mean(PW));mean


## [1] 0.09606847 0.01106015

ウェルチt検定の方が、P値が小さい傾向があり、検出力が高いと言えそうです。

次に、分散が大きい群の標本数を大きくしてみます。

＜対立仮説＞.


	群G1（平均7, 標準偏差1）からの大きさ5の標本 x1x_1



	群G2（平均5, 標準偏差4）からの大きさ15の標本 x2x_2



＜対立仮説＞.


	群G1（平均7, 標準偏差1）からの大きさ5の標本 x1x_1



	群G2（平均5, 標準偏差4）からの大きさ15の標本 x2x_2



PP=c()
PW=c()
n1 <- 5
n2 <- 15
for (i in 1:1000){
  x1 <- rnorm(n1,7,1);x2 <- rnorm(n2,5,4)
  x <- mean(x1)-mean(x2)
  sp <- (var(x1)*(n1-1)+var(x2)*(n2-1))/(n1+n1-2)#プール分散
  xp <- x/sqrt(sp/n1+sp/n2)
  pp <- 1- pt(xp,n1+n2-2)
  PP <- c(PP,pp)  
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  pw <- 1- pt(xw,f)
  PW <- c(PW,pw)
}
par(mfrow=c(1,2))
par(family = "HiraKakuProN-W3") 
hist(PP,prob=T,breaks = "Scott",main="等分散仮定でのP値",xlab="",ylim=c(0,12))
hist(PW,prob=T,breaks = "Scott",main="ウェルチt検定のP値",xlab="",ylim=c(0,12))


[image: ]

mean <- c(mean(PP),mean(PW));mean


## [1] 0.2480541 0.1105120

やはり、ウェルチのt検定の方が、有意差を検出しやすいようです。

次に、分散の大きい群の標本数を小さくしてみます。

＜n1=15,σ1=1、n2=5,σ2=2n_1=15,\sigma_1=1、 n_2=5,\sigma_2=2＞.

PP=c()
PW=c()
n1 <- 10
n2 <- 15
for (i in 1:1000){
  x1 <- rnorm(n1,7,1);x2 <- rnorm(n2,5,2)
  x <- mean(x1)-mean(x2)
  sp <- (var(x1)*(n1-1)+var(x2)*(n2-1))/(n1+n1-2)#プール分散
  xp <- x/sqrt(sp/n1+sp/n2)
  pp <- 1- pt(xp,n1+n2-2)
  PP <- c(PP,pp)  
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  pw <- 1- pt(xw,f)
  PW <- c(PW,pw)
}
par(mfrow=c(1,2))
par(family = "HiraKakuProN-W3") 
hist(PP,prob=T,breaks = "Scott",main="等分散仮定でのP値",xlab="",ylim=c(0,12))
hist(PW,prob=T,breaks = "Scott",main="ウェルチt検定のP値",xlab="",ylim=c(0,12))


[image: ]

mean <- c(mean(PP),mean(PW));mean


## [1] 0.02487534 0.01232842

ウェルチのt検定の方が安定しているようです。

ここでは、分散の大きい群の標本が大きい場合に、ウェルチのt検定の有効性を説明しました。

標本数が同じ場合や分散の大小が逆の場合はどうなるでしょうか。

研究課題として、シミュレーションで確かめてみてください。




2.3 正規性の問題.

z検定やt検定などのパラメトリック検定では、データの正規性が前提となっています。

大標本の場合、中心極限定理により母集団の分布によらず標本平均は正規分布に近似されるので、検定の有効性に問題は生じません。（頑強性と言われます）.

しかし、実際の調査研究では、小標本が用いられることがしばしばです。

ゴセットは発酵タンクのビール酵母の数を推定する過程でt分布を発見したと言われています。どのような推定方法であったかは想像するしかありませんが、標本調査による商品ロスを少なくするためには、小標本で推定することが重要だったと考えられます。当時は推定に正規近似を用いていましたが、ゴセットの出発点は「小標本に正規近似を適用すると推定精度が良くない」ことに気づいたことではないかと想像します。

小標本の場合、標本平均が正規分布に従う保証はありません。

独立２群の差の検定において、正規性の前提が崩れた場合の影響を調べます。


	１群が正規分布に、もう１群がカイ二乗分布に従う場合.

母平均が同じモデルで平均差の分布を調べます。


	２群が外れ値を持つ場合

２つの正規分布に外れ値を付加し、平均は同じになるように設定します。




等分散の保証はないので、ヴェルチのt検定を用います。.


2.3.1 片方が非正規分布.

カイ二乗分布と正規分布の場合、平均差の分布はどのようになるでしょうか。

＜帰無仮説＞.


	群G1（平均8, 標準偏差4）のカイ二乗分布からの大きさ5の標本 x1x_1



	群G2（平均8, 標準偏差4）の正規分布からの大きさ10の標本 x2x_2



XW=c()
FF=c()
n1 <- 5
n2 <- 10
for (i in 1:1000){
  x1 <- rchisq(n1,8);x2 <- rnorm(n2,8,4)
  x <- mean(x1)-mean(x2)
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  XW <- c(XW,xw)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  FF <- c(FF,f)
}
hist(XW,prob=T,breaks = "Scott",main="",xlab="",col="lightblue")
curve(dt(x,mean(FF)),add=T,col="blue")#自由度


[image: ]

ヴェルチの標準化は、t分布にほぼ一致しているようです。

検定の有効性はどうでしょうか。

＜対立仮説＞.


	群G1（平均8, 標準偏差4）のカイ二乗分布からの大きさ5の標本 x1x_1



	群G2（平均6, 標準偏差4）からの大きさ10の標本 x2x_2



XW=c()
FF=c()
n1 <- 5
n2 <- 10
for (i in 1:1000){
  x1 <- rchisq(n1,8);x2 <- rnorm(n2,6,4)
  x <- mean(x1)-mean(x2)
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  XW <- c(XW,xw)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  FF <- c(FF,f)
}
hist(XW,prob=T,breaks = "Scott",main="",xlab="",col="lightblue")
curve(dt(x,mean(FF)),add=T,col="blue")#自由度
abline(v = qt(0.95,mean(FF)),col="red")


[image: ]

検出力は高くありませんが、これは小標本のためとも考えられます。

P値の分布と平均を調べます。.

PW=c()
n1 <- 5
n2 <- 10
for (i in 1:1000){
  x1 <- rchisq(n1,8);x2 <- rnorm(n2,6,4)
  x <- mean(x1)-mean(x2)
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  pw <- 1- pt(xw,f)
  PW <- c(PW,pw)
}
par(family = "HiraKakuProN-W3") 
hist(PW,prob=T,breaks = "Scott",main="P値の分布",xlab="")


[image: ]

mean(PW)


## [1] 0.2643708

P値は大きい傾向があり、平均でも0.05を超えています。

「平均差2」は検出されにくいようです。

課題

標本数を増やしてシミュレーションしましょう。

検出力はあまり大きくならないと思います。



2.3.2 外れ値の影響.

一方の群からの標本に外れ値を付け加えます。

平均は、ほぼ一致するよう操作します。

＜帰無仮説＞.


	群G1（平均5, 標準偏差1）の正規分布からの大きさ4の標本、及び20 x1x_1



	群G2（平均8, 標準偏差2）の正規分布からの大きさ10の標本 x2x_2



各群の平均は 8 となり、２群の平均差は 0 の近くに分布します。

ヴェルチの標準化の分布と併置し、ヴェルチのt分布への当てはまりを見ます。

X=c();XW=c()
n1 <- 5
n2 <- 10
for (i in 1:1000){
  x1 <- c(rnorm(n1-1,5,1),20);x2 <- rnorm(n2,8,2)
  x <- mean(x1)-mean(x2)
  X <- c(X,x)
  xw <- x/sqrt(var(x1)/n1+var(x2)/n2)
  XW <- c(XW,xw)
  f <- ((var(x1)/n1+var(x2)/n2))^2/((var(x1)^2/(n1^2*(n1-1))+var(x2)^2/(n2^2*(n2-1))))
  FF <- c(FF,f)
}
par(family = "HiraKakuProN-W3") 
par(mfrow=c(1,2))
hist(X,prob=T,breaks = "Scott",main="平均差の分布",xlab="")
hist(XW,prob=T,breaks = "Scott",main="ヴェルチの標準化",xlab="")
curve(dt(x,mean(FF)),add=T,col="blue")#自由度
abline(v = qt(0.95,mean(FF)),col="red")


[image: ]

外れ値のため標準偏差が過大となり、ヴェルチ標準化は過小となるので、0の近くに分布が集中しています。

また、fitする理論曲線がないので検定は困難になります。

＜対立仮説＞.


	群G1（平均5, 標準偏差1）の正規分布からの大きさ4の標本、及び20 x1x_1



	群G2（平均6, 標準偏差2）の正規分布からの大きさ10の標本 x2x_2



群G1の平均は 8 、群G2の平均は 6 となりますが、ヴェルチの標準化の分布を青のヒストグラムで重ねます。

Y=c();YW=c()
n1 <- 5
n2 <- 10
for (i in 1:1000){
  y1 <- c(rnorm(n1-1,5,1),20);y2 <- rnorm(n2,6,3)
  y <- mean(y1)-mean(y2)
  Y <- c(Y,y)
  yw <- y/sqrt(var(y1)/n1+var(y2)/n2)
  YW <- c(YW,yw)
  f <- ((var(y1)/n1+var(y2)/n2))^2/((var(y1)^2/(n1^2*(n1-1))+var(y2)^2/(n2^2*(n2-1))))
  FF <- c(FF,f)
}
par(family = "HiraKakuProN-W3") 
hist(XW,prob=T,breaks = "Scott",main="",xlab="",col=0)
hist(YW,prob=T,breaks = "Scott",main="",xlab="",col="lightblue",add=T)


[image: ]

平均差があることは、ヒストグラムのズレから分かりますが、理論曲線が不明なのでP値を求めることができません。

このように外れ値がある場合は、平均差の統計的検定は不可能になります。

このような場面で考えられたのが、正規性を前提としないWillcoxonの順位和検定です。

これについては次章で扱います。







3 ノンパラメトリック検定.


3.1 Wilcoxon順位和検定.

これまでは、独立２群に差がないか検定する方法として「２標本t検定」を学びました。

この検定法は母集団が正規分布に従っていることを前提としています。

母集団の正規性を前提とする検定法をパラメトリック検定といい、正規性を前提としない検定をノンパラメトリック検定といいます。

ここで扱うWilcoxonの順位和検定（rank sum test）は、データを「２群をあわせた順位」に変換し、順位をデータとして扱います。

2つのクラスの成績を比較する場合、素点を用いると外れ値の影響を受けやすいですが、データを順位にしてしまえば、近接する順位データの差は１であり、外れ値の影響を抑えることができます。

　帰無仮説は、「２群の順位分布に差がない」　です。

これは２群の分位点が等しいことを意味し、50% 分位点である中央値も等しくなるので、「２群の中央値の差の検定」と言われます。

順位分布に差がないという帰無仮説のもとでは、順位は２群の標本数に従って平等に配分され、標本数が同じならば順位和は同じになるはずです。（標本数が異なっていても順位平均は同じになります）

確率変数としての順位には注意すべき点があります。順位に変換されたデータは独立ではないからです。自分の順位が上がれば、他の順位が下がります。A群の順位和が決まると、B群の順位和が決まります。２群の順位和は独立ではないのです。（A群の順位平均が決まると、B群の順位平均も決まってしまうことになります） この順位データの独立性の問題は、分散を求める際にも注意する必要があります。順位平均差の分散も、独立性がないので簡単には求まりません。

ここでは、

帰無仮説：「２群の順位分布に差がない」のもとで、


	各群の順位和がどのような分布になるのか.


	対立仮説のもとで、各群の順位和がどのような分布になるのか.




シミュレーションで調べます。

まず、順位という確率変数の性質について見ていきましょう。

高校数学の数列の知識が役に立ちます。



3.2 順位分布


3.2.1 順位と一様分布.

大きさ10の乱数を発生させ、rank( )関数で順位をつけます。

  x <- rnorm(10,5,1)
  round(x,2)


##  [1] 3.94 5.92 3.72 4.91 4.99 4.20 3.80 6.32 5.40 4.87

  r <- rank(x, ties.method = "min");r


##  [1]  3  9  1  6  7  4  2 10  8  5

1番目のデータの順位 r1は確率変数と考えられます。

rank( )関数が昇順の順位を返すことが分かります。

以下、順位は断らない限り昇順として話を進めます。

r1 を1000回出力したデータを S1 として分布を調べます。

S1=c()
n <- 10
for (i in 1:1000){
  x <- rnorm(n,5,1)
  r <- rank(x, ties.method = "min")
  r1 <- r[1]
  S1<- c(S1,r1)
}
hist(S1,prob=T,breaks=seq(0.5, 10.5, by = 1),main="",xlab="")


[image: ]

一様分布になっており、どの順位も同様に確からしいということになります。



3.2.2 平均と分散

n 個から１個選んだものの順位をRとすると、Rは一様分布に従う確率変数で、

　　P(R=i)=1nP(R=i)=\frac{1}{n}　　　E(R)=∑i=1ni⋅1n=1n⋅n(n+1)2=n+12\displaystyle E(R)=\sum_{i=1}^n i\cdot \frac{1}{n}=\frac{1}{n}\cdot\frac{n(n+1)}{2}=\frac{n+1}{2}

　　E(R2)=∑i=1ni2⋅1n=1n⋅n(n+1)(2n+1)6=(n+1)(2n+1)6\displaystyle E(R^2)=\sum_{i=1}^n i^2\cdot \frac{1}{n}=\frac{1}{n}\cdot\frac{n(n+1)(2n+1)}{6}=\frac{(n+1)(2n+1)}{6}

　∴V(R)=(n+1)(2n+1)6−(n+12)2=(n+1)(n−1)12\therefore V(R)=\frac{(n+1)(2n+1)}{6}-\left(\frac{n+1}{2}\right)^2=\frac{(n+1)(n-1)}{12}

シミュレーションデータで確かめてみましょう。

m <- c(mean(S1),(n+1)/2)
m


## [1] 5.4 5.5

v <- c(var(S1),(n+1)*(n-1)/12)
v


## [1] 8.198198 8.250000

確かに一致しているようです。



3.2.3 順位和統計量

２群 X1=(x11,⋯,x1n1),X2=(x21,⋯,x2n2)X_1=\left(x_{11},\cdots,x_{1n_1}\right)\:\:,\:\:
X_2=\left(x_{21},\cdots,x_{2n_2}\right) について、(n1+n2)(n_1+n_2) 個の中での順位Rを考えます。

X1,X2X_1\:,\:X_2 の要素の順位を、RX1=(R11,⋯,R1n1),RX2=(R21,⋯,R2n2)R_{X_1}=\left(R_{11},\cdots,R_{1n_1}\right)\:\:,\:\:
R_{X_2}=\left(R_{21},\cdots,R_{2n_2}\right) とすると、

これらは 順位 1,⋯,(n1+n2)1,\cdots ,(n_1+n_2) を n1n_1個、n2n_2 個に分けたものです。

X1,X2X_1\:,\:X_2 の順位和を、W1=∑i=1n1R1i,W2=∑i=1n2R2i\displaystyle W_1=\sum_{i=1}^{n_1} R_{1i}\:\:,\:\:W_2=\sum_{i=1}^{n_2} R_{2i} とすると期待値は、

　　　E(W1)=∑i=1n1E(R1i)=n1(n1+n2+1)2\displaystyle E(W_1)=\sum_{i=1}^{n_1} E(R_{1i})=\frac{n_1(n_1+n_2+1)}{2}

　　　E(W2)=∑i=1n2E(R2i)=n2(n1+n2+1)2E(W_2)=\sum_{i=1}^{n_2} E(R_{2i})=\frac{n_2(n_1+n_2+1)}{2}

次に分散ですが、順位は独立ではないので簡単にはいきません。結果のみ示すと、

　　　V(W1)=V(W2)=n1n2(n1+n2+1)12\displaystyle V(W_1)=V(W_2)=\frac{n_1n_2(n_1+n_2+1)}{12}

＜分散の導出＞.

　XiX_i が n 個の中での順位を表す確率変数として概略のみ記します。


	V(∑iXi)=∑iV(Xi)+2∑i<jCov(Xi,Xj)\displaystyle V\left(\sum_i X_i\right)=\sum_i V(X_i)+2\sum_{i< j}Cov(X_i,X_j)


	n=n1+n2n=n_1+n_2 とすると、Cov(Xi,Xj)=−n+112Cov(X_i,X_j)=-\frac{n+1}{12}




これらを用いて順位和の分散を計算すると、

　　V(W1)=V(∑i=1n1R1i)=∑i=1n1V(R1i)+2∑i<jn1Cov(R1i,R1j)=n1⋅(n+1)(n−1)12+2(−n+112)⋅n1(n1−1)2=n1n2(n+1)12=n1n2(n1+n2+1)12\begin{split}
V(W_1)&=V\left(\sum_{i=1}^{n_1} R_{1i}\right)=\sum_{i=1}^{n_1} V(R_{1i})+2\sum_{i< j}^{n_1}Cov(R_{1i},R_{1j})\\
&=n_1\cdot \frac{(n+1)(n-1)}{12}+2\left(-\frac{n+1}{12}\right)\cdot \frac{n_1(n_1-1)}{2}\\
&=\frac{n_1n_2(n+1)}{12}=\frac{n_1n_2(n_1+n_2+1)}{12}
\end{split}.

＜注意＞.


	導出の詳細については サイト「ひょっこり統計」の Wilcoxon を参照してください。

計算が煩雑なので、後で学習すると良いでしょう。


	タイ（同順位）が存在する場合、分散を補正する必要がありますが、ここでは立ち入りません。

しかし、実際に検定をする場合は補正を行ってください。







3.3 小標本の場合

n1=4,n2=6n_1=4,n_2=6 の場合について、２群の順位分布を比較します。


3.3.1 同一分布の２群.


	群G1（平均3, 標準偏差1）からの大きさ4の標本 x1x_1



	群G2（平均3, 標準偏差1）からの大きさ6の標本 x2x_2



２つの標本を合わせて順位をつけ、順位データを r1,r2 とします。

同じ母集団からの標本なので、２群の順位分布に差はないはずです。

n1 <- 4
n2 <- 6
  x1 <- rnorm(n1,3,1);x2 <- rnorm(n2,3,1)
  x <- c(x1,x2)
  r <- rank(x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)


ties.method = “average” は、同じ順位のとき平均順位にするというオプションです。

例えば、５位と６位が同じ点数なら 5.5位とします。

print(r1)


## [1] 8 9 1 6

print(r2)


## [1]  4  3  5  2 10  7

２群の順位分布を箱ひげ図で表示し比較します。

library(beeswarm)
list=list(A=r1, B=r2)
boxplot(list)
beeswarm(list,  pch = 16, add = TRUE)


[image: ]

同じ順位分布のはずですが、小標本だと変動が見られます。

順位和はどうでしょうか。

r1 の順位和W1W_1 は確率変数で、期待値と分散は

　　E(W1)=12⋅4⋅11=22E(W_1)=\frac{1}{2}\cdot 4\cdot11=22 　　V(W1)=112⋅4⋅6⋅11=22V(W_1)=\frac{1}{12}\cdot4\cdot6\cdot11=22

r2 の順位和W2W_2 は確率変数で、期待値と分散は

　　E(W1)=12⋅6⋅11=33E(W_1)=\frac{1}{2}\cdot 6\cdot11=33 　　V(W1)=112⋅4⋅6⋅11=22V(W_1)=\frac{1}{12}\cdot4\cdot6\cdot11=22

順位和は独立でなく、W1+W2=55W_1+W_2=55 という関係で結ばれているので、分散は等しくなります。

繰り返しプログラムで、順位和 W1,W2W_1,~W_2 を1000回出力します。

２群の順位和の分布を確かめましょう。

S1=c()
S2=c()
n1 <- 4
n2 <- 6
for (i in 1:1000){
  x1 <- rnorm(n1,3,1);x2 <- rnorm(n2,3,1)
  x <- c(x1,x2)
  r <- rank(x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)
  S1<- c(S1,sum(r1))
  S2<- c(S2,sum(r2))
}
list=list(A=S1, B=S2)
par(family = "HiraKakuProN-W3") 
boxplot(list,main="順位和")


[image: ]

２群の標本数が異なるので、順位和の期待値は異なりますが、分散は同じになっています。

次は、順位平均の分布を比較します。

list=list(A=S1/n1, B=S2/n2)
par(family = "HiraKakuProN-W3") 
boxplot(list,main="順位平均")


[image: ]

順位平均の中央値は 5.5 で一致しています。

また、範囲や四分位範囲は相似形となっていることが観察されます。

　　　V(r1‾)=V(r1)42=2216V(\bar{r_1})=\frac{V(r_1)}{4^2}=\frac{22}{16}　　　V(r2‾)=V(r1)62=2236V(\bar{r_2})=\frac{V(r_1)}{6^2}=\frac{22}{36}

分散は 3616\frac{36}{16}倍、標準偏差は 64=1.5\frac{6}{4}=1.5倍 となり、範囲も 1.5 倍です。

max(S1/n1)-min(S1/n1)


## [1] 6

max(S2/n2)-min(S2/n2)


## [1] 4



3.3.2 ２群の順位和分布.

順位和 W1,W2W_1,~W_2 の分布の両方を求める必要はありません。

W2=55−W1W_2=55-W_1より、

　　　E(W2)=55−E(W1)=55−22=33E(W_2)=55-E(W_1)=55-22=33

　　　V(W2)=V(55−W1)=V(W1)=22V(W_2)=V(55-W_1)=V(W_1)=22

順位平均の差も.

　　　W1n1−W2n2=W1n1−55−W110−n1=10W1−55n1n1(10−n1)\frac{W_1}{n_1}-\frac{W_2}{n_2}=\frac{W_1}{n_1}-\frac{55-W_1}{10-n_1}=\frac{10W_1−55 n_1}{n_1(10-n_1)}

W1W_1が分かれば、全てが決まってしまうからです。

このため、片方の順位和の分布を調べることが重要になります。

２群の順位和のヒストグラムを並置して比較します。

par(mfrow=c(1,2))
par(family = "HiraKakuProN-W3") 
hist(S1,breaks = "Scott",main="W1",xlab="",col=0)
hist(S2,breaks = "Scott",main="W2",xlab="",col=0)


[image: ]

ヒストグラムはシンメトリー（対称）であることが分かります。

W1W_1 のヒストグラムを裏返せば、W2W_2 のヒストグラムに重ねることができます。

＜理由＞.

W2=55−W1W_2=55-W_1 なので、


	W1W_1に W1=xW_1=xという値が出力されれば、



	W2W_2に W2=55−xW_2=55-x という値が出力されます.



よって、W1W_1の xxという値の度数と、W2W_2の 55−x55-x という値の度数は同じになります。

x,55−xx,~55-xの中点は 552\frac{55}{2} なので、W1,W2W_1,~W_2 のヒストグラムは 552=27.5\frac{55}{2}=27.5 について対称です。

hist(S1,main="",xlab="",col=0,xlim=c(8,50),breaks=seq(8.5, 47.5, by = 2))
hist(S2,main="",xlab="",col="lightblue",breaks=seq(8.5, 47.5, by = 2), add=T)
abline(v = 55/2,col="red")


[image: ]

赤の縦線は x=27.5x=27.5であり、２つのヒストグラムは赤の縦線について左右対称になっています。

これで、統計量としては W1,W2W_1,~W_2 の片方を調べれば十分であることが分かります。

通常は標本数が小さいほうの順位和を統計量とします。

ここでは、W1W_1 を統計量として使用します。



3.3.3 理論分布.

小標本なので、W1W_1の理論分布は組み合わせによる計算が可能です。

Rの関数 combn(x=c(1:10),m=4) は、1から10までの順位から4個の順位を取り出す組合せのすべてを出力します。

はじめの6個を表示します。

combn(x=c(1:10),m=4)[,1:6]


##      [,1] [,2] [,3] [,4] [,5] [,6]
## [1,]    1    1    1    1    1    1
## [2,]    2    2    2    2    2    2
## [3,]    3    3    3    3    3    3
## [4,]    4    5    6    7    8    9

列の和が順位和ということになります。

列数は 10C4{}_{10} C_4 で、Rの関数choose(10,4) で計算されます。

N <- choose(10,4)
N


## [1] 210

次のコードで、210個の順位和が出力されます。

head(S) で 210個のはじめの6個を表示します。

data <- combn(x=c(1:10),m=4)
N <- choose(10,4)
S=c()
for (i in 1:N){
  s <- sum(data[,i])
  S <- c(S,s)
}
head(S)


## [1] 10 11 12 13 14 15

210個の順位和を table( ) 関数で整理し、相対度数を求めれば確率分布が分かります。

表は、はじめの６列を表示し、全体はグラフで表示します。

head(table(S))


## S
## 10 11 12 13 14 15 
##  1  1  2  3  5  6

#sum(table(S)/N)
head(round(table(S)/N,3))


## S
##    10    11    12    13    14    15 
## 0.005 0.005 0.010 0.014 0.024 0.029

plot(table(S)/N,type="l",col="lightblue")


[image: ]

＜累積分布＞

分布関数は、cumsum( ) 関数で相対度数の累積和を求めます。

head(round(cumsum(table(S)/N),3))


##    10    11    12    13    14    15 
## 0.005 0.010 0.019 0.033 0.057 0.086

barplot( ) 関数を用いて、棒グラフで図示できます。

赤い横線は両側 5% 検定の棄却境界です。

par(family = "HiraKakuProN-W3") 
barplot(cumsum(table(S)/N),main="P(W1≦x)")
abline(h = c(0.025,0.975),col="red")


[image: ]

barplot(1-cumsum(table(S)/N),main="1-P(W1≦x)")
abline(h = c(0.025,0.975),col="red")


[image: ]

＜両側5% の棄却境界＞

　P(W1≥k)=1−P(W1≤k−1)P(W_1\geq k)=1-P(W_1\leq k-1)より、

　　　P(W1≥31)=1−P(W1≤30)=1−0.9666667=0.33>0.25P(W_1\geq 31)=1-P(W_1\leq 30)=1-0.9666667=0.33>0.25

　　　P(W1≥32)=1−P(W1≤31)=1−0.9809524=0.019<0.25P(W_1\geq 32)=1-P(W_1\leq 31)=1-0.9809524=0.019<0.25 　　

　　　よって、右側境界 x=32　、　左側境界 x=12

＜片側5% の棄却境界＞

　　　右側検定で x=31　、　左側検定で x=13

となります。



3.3.4 帰無仮説.

２群に差がないの帰無仮説のもとで、W1W_1について


	シミュレーションによる分布.



	組合せ計算による理論分布.



	正規近似による分布.



これらを比較します。

＜帰無仮説＞.


	群G1（平均3, 標準偏差1）の正規分布からの大きさ4の標本 x1x_1



	群G2（平均3, 標準偏差1）の正規分布からの大きさ6の標本 x2x_2



S1=c()
S2=c()
n1 <- 4
n2 <- 6
for (i in 1:1000){
  x1 <- rnorm(n1,3,1);x2 <- rnorm(n2,3,1)
  x <- c(x1,x2)
  r <- rank(x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)
  S1<- c(S1,sum(r1))
  S2<- c(S2,sum(r2))
}
par(family = "HiraKakuProN-W3") 
hist(S1,prob=T,main="",ylab="",col=0,xlab="")
par(new=T)
plot(table(S)/N,type="l",col="blue", yaxt="n",ylab="", xaxt="n",xlab="")
curve(dnorm(x,22,sqrt(22)),add=T,col="green")#自由度


[image: ]

シミュレーションによる確率分布と理論分布（青）はほぼ一致しています。

また、同じ平均と標準偏差を持つ正規曲線（緑）ともほぼ一致しますが、小標本の場合は理論分布によるEXACT検定が良いとされています。



3.3.5 対立仮説.

＜平均差がある場合＞.

２群の平均に差があるとき、２群の順位分布にも差が出てきます。

＜対立仮説＞.


	群G1（平均3, 標準偏差1）の正規分布からの大きさ4の標本 x1x_1



	群G2（平均4, 標準偏差1）の正規分布からの大きさ6の標本 x2x_2



n1 <- 4
n2 <- 6
  x1 <- rnorm(n1,3,1);x2 <- rnorm(n2,4,1)
  x <- c(x1,x2)
  r <- rank(x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)
  list=list(A=r1, B=r2)
boxplot(list)
beeswarm(list,  pch = 16, add = TRUE)


[image: ]

「２群の平均に差がある」（平均差1）という対立仮説のもとで W1W_1 を1000回出力し、有意差を検出できるかどうかシミュレーションします。

＜対立仮説＞.


	群G1（平均3, 標準偏差1）の正規分布からの大きさ4の標本 x1x_1



	群G2（平均2, 標準偏差1）の正規分布からの大きさ6の標本 x2x_2



S1=c()
S2=c()
n1 <- 4
n2 <- 6
for (i in 1:1000){
  x1 <- rnorm(n1,3,1);x2 <- rnorm(n2,2,1)
  x <- c(x1,x2)
  r <- rank(x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)
  S1<- c(S1,sum(r1))
  S2<- c(S2,sum(r2))
}
par(family = "HiraKakuProN-W3") 
hist(S1,prob=T,main="",ylab="",col=0,xlab="",xaxt="n")
par(new=T)
plot(table(S)/N,type="l",col="blue", yaxt="n",ylab="",cex.axis=0.5,xlab="")
abline(v = 31,col="blue")
curve(dnorm(x,22,sqrt(22)),add=T,col="green")
abline(v = qnorm(0.95,22,sqrt(22)),col="red")


[image: ]

赤の縦線は正規近似による右側棄却境界、青の縦線は理論分布による右側棄却境界です。赤と青の棄却境界が離れていますが、整数値補正を行わなかったためとも考えられます。

正確な分析のためには、理論分布によるEZACT検定が望ましいと考えられます。

平均差１での検出力は低いようです。

一般に、正規性を満たしていれば、t検定のほうが検出力が高いと言われています。

シミュレーションで検出力を比較することもできますが、ここでは立ち入りません。

探求課題として挑戦してください。



3.3.6 外れ値がある場合.

n1=7,n2=7n_1=7,n_2=7 の場合について、順位和の理論分布を求めます。

r1 の順位和W1W_1 は確率変数で、期待値と分散は

　　E(W1)=12⋅7⋅15=52.5E(W_1)=\frac{1}{2}\cdot 7\cdot15=52.5 　　V(W1)=112⋅7⋅7⋅15=61.25V(W_1)=\frac{1}{12}\cdot7\cdot7\cdot15=61.25

組合せ計算による理論分布を青で、正規近似による分布を赤で表示します。

data <- combn(x=c(1:14),m=7)
N <- choose(14,7)
S=c()
for (i in 1:N){
  s <- sum(data[,i])
  S <- c(S,s)
}
par(family = "HiraKakuProN-W3") 
plot(table(S)/N,type="l",col="lightblue",main="順位和の理論分布（青）と正規近似（赤）",xlab="")
curve(dnorm(x,52.5,sqrt(61.25)),add=T,col="red")


[image: ]

標本数が増えると曲線は滑らかになり、正規分布との乖離も小さくなっています。


3.3.6.1 帰無仮説.

＜はずれ値を除くと平均差がない＞.

クラス成績を比較する際、ある優秀な生徒が常に1番であることがあります。

この1番の生徒の得点が外れ値に該当します。

いつも満点を取るとクラスの平均点が跳ね上がってしまいますが、統計量にはどのような形で現れるでしょうか。

順位は昇順で計算を進めます。

＜帰無仮説＞.


	平均5, 標準偏差2 の正規乱数6個に20を付加した x1x_1



	平均5, 標準偏差2 の正規乱数7個 x2x_2



ともに大きさ7の標本ですが、x1x_1 に外れ値があります。

n1 <- 7
n2 <- 7
x1 <- c(rnorm(n1-1,5,2),20);x2 <- rnorm(n2,5,2)
round(x1,2);round(x2,2)


## [1]  3.44  5.36  3.00  5.76  6.68  3.44 20.00

## [1]  1.85  4.81 -0.31  6.04  5.62  1.98  7.67

par(family = "HiraKakuProN-W3") 
list=list(x1=x1, x2=x2)
boxplot(list,main="生データの分布")
beeswarm(list,  pch = 16, add = TRUE)


[image: ]

x <- c(x1,x2)
r <- rank(x, ties.method = "average")
r1 <- head(r,n1);r1


## [1]  6  8  4 10 12  5 14

r2 <- tail(r,n2);r2


## [1]  2  7  1 11  9  3 13

list=list(r1=r1, r2=r2)
boxplot(list,main="順位データの分布")
beeswarm(list,  pch = 16, add = TRUE)


[image: ]

順位分布の差はあまりないようです。

順位和（昇順）の分布をみてみましょう。

x1x_1 に外れ値がある状況では、昇順の順位和は W1W_1 が少し大きくなるはずです。

外れ値の影響がどれくらいあるか見てみましょう。

同じ条件で1000回順位和を出力し、 W1W_1 のヒストグラムと理論分布を比べます。

S1=c()
S2=c()
Y=c()
n1 <- 7
n2 <- 7
for (i in 1:1000){
  x1 <- c(rnorm(n1-1,5,2),20);x2 <- rnorm(n2,5,2)
  x <- c(x1,x2)
  r <- rank(x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)
  S1<- c(S1,sum(r1))
  S2<- c(S2,sum(r2))
}
par(family = "HiraKakuProN-W3") 
hist(S1,prob=T,col=0, xaxt="n", yaxt="n",xlab="",main="順位和の分布")
par(new=T)
plot(table(S)/N,type="l",col="lightblue",ylab="",xlab="")


[image: ]

外れ値の影響は少なく、順位和の分布は理論分布にほぼ当てはまっています。



3.3.6.2 対立仮説.

＜外れ値を除くと平均差がある＞.


	平均3, 標準偏差2 の正規乱数6個に20を付加した x1x_1



	平均5, 標準偏差2 の正規乱数7個 x2x_2



n1 <- 7
n2 <- 7
x1 <- c(rnorm(n1-1,3,2),20);x2 <- rnorm(n2,5,2)
round(x1,2);round(x2,2)


## [1]  4.64  6.48 -0.11  5.67  0.75  2.89 20.00

## [1] 2.90 7.44 2.10 3.37 5.74 3.02 5.61

par(family = "HiraKakuProN-W3") 
list=list(x1=x1, x2=x2)
boxplot(list,main="生データの分布")
beeswarm(list,  pch = 16, add = TRUE)


[image: ]

x <- c(x1,x2)
r <- rank(x, ties.method = "average")
r1 <- head(r,n1);r1


## [1]  8 12  1 10  2  4 14

r2 <- tail(r,n2);r2


## [1]  5 13  3  7 11  6  9

list=list(r1=r1, r2=r2)
boxplot(list,main="順位データの分布")
beeswarm(list,  pch = 16, add = TRUE)


[image: ]

あまり差がないように見えるので、検出力は高くないかもしれません。

同じ条件で1000回順位和を出力し、ヒストグラムと理論曲線を重ねます。

S1=c()
S2=c()
n1 <- 7
n2 <- 7
for (i in 1:1000){
  x1 <- c(rnorm(n1-1,3,2),20);x2 <- rnorm(n2,5,2)
  x <- c(x1,x2)
  r <- rank(x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)
  S1<- c(S1,sum(r1))
  S2<- c(S2,sum(r2))
}
par(family = "HiraKakuProN-W3") 
hist(S1,prob=T,col=0, xaxt="n", yaxt="n",xlab="",main="順位和の分布")
par(new=T)
plot(table(S)/N,type="l",col="lightblue",ylab="",xlab="")
abline(v = qnorm(0.05,52.5,sqrt(61.25)),col="red")


[image: ]

赤の縦線は左側5%の棄却境界であり、その左側が棄却されます。

ある程度は平均差が検出されますが、検出力は高くありません。



3.3.6.3 t検定との比較

順位和検定とヴェルチのt検定について、どちらが適切かという問題があります。

有意差が出やすいか、検出力はどうかなどです。

ここではP値の出力分布を調べます。

＜外れ値を含めると平均差がない場合＞.

G1に1番の生徒がいるとして、

外れ値を含めてクラス平均が同じであるときの２群の学力差を考えます。

外れ値を除くと平均差があることになるのですが、学力差は検出されるでしょうか。


	平均4, 標準偏差2 の正規乱数6個に11を付加した x1x_1



	平均5, 標準偏差2 の正規乱数7個 x2x_2



n1 <- 20
n2 <- 20
  x1 <- c(rnorm(n1-1,4,2),24);x2 <- rnorm(n2,5,2)
  mean <- c(mean(x1),mean(x2));mean


## [1] 5.49242 4.83714

標本数が小さいので、出力した平均には若干の差があります。

簡単のため Rの wilcox.exact()、t.test() を用いてP値を算出し比較します。

library(exactRankTests)
wilcox.exact(x=x1,y=x2,paired=F)$p.value


## [1] 0.9680024

t.test(x1,x2)$ p.value


## [1] 0.5614878

外れ値がある場合は、順位和統計量のほうが P値は小さいようです。

同じ条件で1000回シミュレーションを行い、P値の出力分布を調べます。

＜1000回繰り返し＞

PWは順位和統計量によるP値、PVはヴェルチのt検定によるP値です。

S1=c()
S2=c()
PV=c()
PW=c()
n1 <- 20
n2 <- 20
for (i in 1:1000){
  x1 <- c(rnorm(n1-1,4,2),24);x2 <- rnorm(n2,5,2)

  PW=c(PW,wilcox.exact(x=x1,y=x2,paired=F)$p.value)
  PV=c(PV,t.test(x1,x2)$ p.value)
}
par(mfrow=c(1,2))
hist(PW,prob=T)
hist(PV,prob=T)


[image: ]

外れ値がある場合は、順位和検定の方が有利なようです。　　

次に、外れ値がない場合を調べます。


	平均4, 標準偏差2 の正規乱数10個 x1x_1



	平均5, 標準偏差2 の正規乱数10個 x2x_2



PV=c()
PW=c()
n1 <- 10
n2 <- 10
for (i in 1:1000){
  x1 <- c(rnorm(n1,4,2));x2 <- rnorm(n2,5,2)
  PW=c(PW,wilcox.exact(x=x1,y=x2,paired=F)$p.value)
  PV=c(PV,t.test(x1,x2)$ p.value)
}
par(mfrow=c(1,2))
hist(PW,prob=T)
hist(PV,prob=T)


[image: ]

外れ値のない場合は、若干、t検定の方が有利なことが分かります。





3.4 大標本の場合.

これまで、小標本の順位和検定を考えてきました。

小標本であれば、組合せ計算で順位和の理論分布を計算することが可能です。

大標本になると、組合せ計算の負荷が大きく、筆者のノートパソコンではエラーを返します。

n1=7,n2=7n_1=7,n_2=7 の場合で正規分布に近かったので、大標本では順位和を正規近似できると考えられます。

２群 X1=(x11,⋯,x1n1),X2=(x21,⋯,x2n2)X_1=\left(x_{11},\cdots,x_{1n_1}\right)\:\:,\:\:
X_2=\left(x_{21},\cdots,x_{2n_2}\right) について、

２群に差がないという帰無仮説のもとでは２群の順位分布にも差がなく、順位は一様分布に従うので、

X1X_1 の順位和W1W_1の期待値と分散は、

　　　E(W1)=n1(n1+n2+1)2\displaystyle E(W_1)=\frac{n_1(n_1+n_2+1)}{2}　　V(W1)=n1n2(n1+n2+1)12V(W_1)=\frac{n_1n_2(n_1+n_2+1)}{12}

　　　z=W1−E(W1)Var(W1)z = \frac{W_1-E(W_1)}{\sqrt{Var(W_1)}}　は標準正規分布に従うはずです。

z を1000回出力し、標準正規分布に従っているか確かめます。


3.4.1 帰無仮説

n1=20,n2=20n_1=20,n_2=20、2群に差がない場合を考えます。.


	群G1（平均4, 標準偏差1）の正規分布からの大きさ20の標本 x1x_1



	群G2（平均4, 標準偏差1）の正規分布からの大きさ20の標本 x2x_2



２群の分布に差がないので、z=W1−E(W1)Var(W1)z = \frac{W_1-E(W_1)}{\sqrt{Var(W_1)}}　は標準正規分布に従うはずです。

S1=c()
S2=c()
n1 <- 20
n2 <- 20
for (i in 1:1000){
  x1 <- rnorm(n1,4,1);x2 <- rnorm(n2,4,1)
  x <- c(x1,x2)
  r <- rank(x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)
  S1<- c(S1,sum(r1))
  S2<- c(S2,sum(r2))
}
Z1  <- (S1-n1*(n1+n2+1)/2)/sqrt(n1*n2*(n1+n2+1)/12)
par(family = "HiraKakuProN-W3") 
hist(Z1,prob=T,main="",ylab="",col=0,xlab="")
curve(dnorm(x,0,1),add=T,col="blue")
abline(v = qnorm(0.95),col="red")


[image: ]

青は標準正規分布のグラフ、赤の縦線は右側95%の棄却境界です。

標準正規分布で近似できると考えてよさそうです。

次に、対立仮説を設定し、平均差を検出できるかシミュレーションします。



3.4.2 対立仮説.


	群G1（平均4, 標準偏差1）の正規分布からの大きさ20の標本 x1x_1



	群G2（平均3, 標準偏差1）の正規分布からの大きさ20の標本 x2x_2



順位和の出力値がどの程度ずれるか、1000回シミュレーションして確かめます。

S1=c()
S2=c()
n1 <- 20
n2 <- 20
for (i in 1:1000){
  x1 <- rnorm(n1,4,1);x2 <- rnorm(n2,3,1)
  x <- c(x1,x2)
  r <- rank(x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)
  S1<- c(S1,sum(r1))
  S2<- c(S2,sum(r2))
}
Z1  <- (S1-n1*(n1+n2+1)/2)/sqrt(n1*n2*(n1+n2+1)/12)
par(family = "HiraKakuProN-W3") 
hist(Z1,prob=T,main="",ylab="",col=0,xlab="")
curve(dnorm(x,0,1),add=T,col="blue")
abline(v = qnorm(0.95),col="red")


[image: ]

平均差が１のとき、順位和の正規化を統計量としたときの検出力はかなり大きくなっています。

実際に、検出力を計算してみましょう。

sum(Z > a) は Zの中でaより大きい要素の個数をカウントします。

赤の縦線より右にくる Z1 の要素の割合を計算します。

qnorm(0.95)


## [1] 1.644854

sum(Z1>qnorm(0.95))/1000


## [1] 0.915

検出力は90%を超えています。



3.4.3 標本設計

標本設計の重要性

一般に、標本数によって検出力が変わり、標本数が大きい方が有利と考えられます。.

今調査しようとしている標本数は十分でしょうか？

どれくらいの標本数で、どれくらいの検出力があるか、調査の前に十分シミュレーションすることが大切です。.

標本数を n1=10,n2=10n_1=10,n_2=10 に減ずると検出力がどう変わるか見ておきましょう。.

S1=c()
S2=c()
n1 <- 10
n2 <- 10
for (i in 1:1000){
  x1 <- rnorm(n1,4,1);x2 <- rnorm(n2,3,1)
  x <- c(x1,x2)
  r <- rank(x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)
  S1<- c(S1,sum(r1))
  S2<- c(S2,sum(r2))
}
Z1  <- (S1-n1*(n1+n2+1)/2)/sqrt(n1*n2*(n1+n2+1)/12)
par(family = "HiraKakuProN-W3") 
hist(Z1,prob=T,main="",ylab="",col=0,xlab="")
curve(dnorm(x,0,1),add=T,col="blue")
abline(v = qnorm(0.95),col="red")


[image: ]

sum(Z1>qnorm(0.95))/1000


## [1] 0.679

検出力は、標本数が20ずつの場合に比べて小さいようです。 検出力が60%台では検定の信頼性に問題が残るでしょう。

［Note］.

一般に、次のようなことが言えます。


	標本数は、検出力に影響する。



	正規性と等分散が満たされていれば、t検定のほうが頑強である。



池田郁男先生は、 統計検定を理解せずに使っている人のために II　のなかで、


	t検定と順位和検定を並行して行い、結果を比較する.



	外れ値を安易に除外せず、ノンパラメトリック検定を行ってみる.



ということを勧めておられます。

要は、パラメトリック検定とノンパラメトリック検定の両方を上手く利用するということです。




3.5 マン・ホイットニーU検定.

これまで順位和検定について説明してきました。

２群 X1=(x11,⋯,x1n1),X2=(x21,⋯,x2n2)X_1=\left(x_{11},\cdots,x_{1n_1}\right)\:\:,\:\:
X_2=\left(x_{21},\cdots,x_{2n_2}\right) について、N=(n1+n2)N=(n_1+n_2) 個の中での順位を考え、

X1,X2X_1\:,\:X_2 の順位を、RX1=(R11,⋯,R1n1),RX2=(R21,⋯,R2n2)R_{X_1}=\left(R_{11},\cdots,R_{1n_1}\right)\:\:,\:\:
R_{X_2}=\left(R_{21},\cdots,R_{2n_2}\right) とするとき、

X1,X2X_1\:,\:X_2 の順位和　W1=∑i=1n1R1i,W2=∑i=1n2R2i\displaystyle W_1=\sum_{i=1}^{n_1} R_{1i}\:\:,\:\:W_2=\sum_{i=1}^{n_2} R_{2i} 　が Wilcoxonの順位和統計量です。

W1+W2=(n1+n2)(n1+n2+1)2=N(N+1)2W_1+W_2=\frac{(n_1+n_2)(n_1+n_2+1)}{2}=\frac{N(N+1)}{2}　であるので、W1,W2W_1,W_2 は独立ではありません。

W1,W2W_1,W_2 のどちらを統計量として用いても検定の結果は同じですが、計算上、標本数の小さい方を統計量として用います。.

W1,W2W_1,W_2 は期待値は異なりますが分散は共通です。


	E(W1)=n1(n1+n2+1)2=n1n22+n1(n1+1)2\displaystyle E(W_1)=\frac{n_1(n_1+n_2+1)}{2}=\frac{n_1n_2}{2}+\frac{n_1(n_1+1)}{2}.




	E(W2)=n2(n1+n2+1)2=n1n22+n2(n2+1)2E(W_2)=\frac{n_2(n_1+n_2+1)}{2}=\frac{n_1n_2}{2}+\frac{n_2(n_2+1)}{2}.


	V(W1)=V(W2)=n1n2(n1+n2+1)12V(W_1)=V(W_2)=\frac{n_1n_2(n_1+n_2+1)}{12}.


	２つのヒストグラムは、x=N(N+1)4x=\frac{N(N+1)}{4} について対称です。





3.5.1 U統計量

U統計量は、どのようにして考え出されたのでしょうか。

奥村晴彦先生「Wilcoxon-Mann-Whitney検定」 によれば、Wilcoxon が1945年に順位和統計量を提案し，1947年に Mannと Whitney が U統計量を導入しました。U統計量は順位和統計量の進化型ということになります。詳しく見ていきましょう。

「各群の中での順位と、２群を合わせた順位の関係」を考えます。

２群を合わせた順位のほうが大きくなりますが、順位和はどうでしょうか。

　X1X_1 の中での順位を rX1=(r11,⋯,r1n1)r_{X_1}=\left(r_{11},\cdots,r_{1n_1}\right)とすると、

　　　　その順位和は　∑i=1n1r1i=n1(n1+1)2\displaystyle \sum_{i=1}^{n_1} r_{1i}=\frac{n_1(n_1+1)}{2}.

　X2X_2 の中での順位を rX2=(r21,⋯,r2n1)r_{X_2}=\left(r_{21},\cdots,r_{2n_1}\right)とすると.

　　　　その順位和は　∑i=1n1r2i=n2(n2+1)2\displaystyle \sum_{i=1}^{n_1} r_{2i}=\frac{n_2(n_2+1)}{2}.

前節の E(W1),E(W2)E(W_1),E(W_2) の式の第２項は、各群の標本数に依存する値であり、本質的な部分は第１項の n1n22\frac{n_1n_2}{2} と考えられます。実際、


	E[W1−n1(n1+1)2]=n1n22\displaystyle E\left[W_1-\frac{n_1(n_1+1)}{2}\right]=\frac{n_1n_2}{2}



	E[W2−n2(n2+1)2]=n1n22E\left[W_2-\frac{n_2(n_2+1)}{2}\right]=\frac{n_1n_2}{2}



これら n1n22\frac{n_1n_2}{2} を期待値とする２つの統計量を U統計量といい、U1,U2U_1,U_2 と書きます。

＜U 統計量の定義＞


	U1=W1−n1(n1+1)2U_1=W_1-\frac{n_1(n_1+1)}{2}.



	U2=W2−n2(n2+1)2U_2=W_2-\frac{n_2(n_2+1)}{2}.



これらは、（２群を合わせた順位和）ー（各群の順位和） となっています。

＜注意＞.

　発見の順番としては、Wilcoxonの順位和統計量が最初です。（1945年）.

Wilcoxonの統計量から本質的な部分を抽出し改良したものが U統計量です。（1947年）

一見すると U1,U2U_1,U_2 は W1,W2W_1,W_2で表されており、数理的には意味のないものに見えます。

しかし、U1,U2U_1,U_2は 同一の確率分布に従います。 また、順位差を用いて統計量を計算することが可能になります。

これについては次節で説明します。

U統計量は、順位差の和で表すことができます。


	U1=∑i=1n1R1i−∑i=1n1r1i=∑i=1n1(R1i−r1i)U_1=\displaystyle\sum_{i=1}^{n_1}R_{1i}-\sum_{i=1}^{n_1} r_{1i}=\sum_{i=1}^{n_1}(R_{1i}-r_{1i}).



	U2=∑i=1n2R2i−∑i=1n1r2i=∑i=1n2(R2i−r2i)U_2=\displaystyle\sum_{i=1}^{n_2}R_{2i}-\sum_{i=1}^{n_1} r_{2i}=\sum_{i=1}^{n_2}(R_{2i}-r_{2i}).



「２群を合わせた順位」と「各群の中での順位」の差の和となっています。

次に示すように、この差は順位に頼ることなく計算できます。

＜順位差による計算法＞

そもそも順位とは何でしょうか。

テストの順位が気になるとき、自分より点数の高い人が何人いるかが気になります。

順位は自分より上位の人数に 1 を加えたものです。

成績が10位であることは、自分より上に９人いることを意味します。

X1X_1の要素 x1ix_{1i} について、

X1X_1 の中での順位を r1ir_{1i} 、２群をあわせた中での順位を R1iR_{1i} とします。

X2X_2 の中に x1ix_{1i} より大きいものが uiu_{i} 個あるとすると、


	X1X_1 の中での順位は r1ir_{1i}



	A,Bあわせた中での順位は、R1i=r1i+uiR_{1i}=r_{1i}+u_{i}



成績で例えると、他群の自分より上位の生徒の数だけ順位が下がる訳です。

R1i−r1i=uiR_{1i}-r_{1i}=u_{i} であるので、

　　　U1=∑i=1n1(R1i−r1i)=∑i=1n1uiU_1=\displaystyle\sum_{i=1}^{n_1}(R_{1i}-r_{1i})=\sum_{i=1}^{n_1}u_i.

よって、U1=∑i(x1iU_1= \displaystyle \sum_i(x_{1i} より大きい他方の群のデータ数）

X1X_1 の各要素について、自分より大きい他群の要素をカウントし合計するだけで U統計量が計算できることになり、手計算でも容易に計算可能です。



3.5.2 計算例.

＜Wilcox.test( )関数＞

Rには wilcox.test( ) 関数があり、２群を比較するノンパラメトリック統計量が出力されます。

どのような計算をしているのか見ておきましょう。

n1 <- 4
n2 <- 6
x1 <- rnorm(n1,3,1);x2 <- rnorm(n2,3,1)
x <- c(x1,x2)
r <- rank(x, ties.method = "average")
r1 <- head(r,n1)
r2 <- tail(r,n2)
wilcox.test(x1, x2)$ statistic


##  W 
## 16

wilcox.exact(x=x1,y=x2,paired=F)$ statistic


##  W 
## 16

＜順位和統計量＞

W1=sum(r1)
W2=sum(r2)
c(W1,W2)


## [1] 26 29

Wilcoxonの提案した順位和統計量は、２群のどちらも wilcox.test( )の統計量と一致しません。

wilcox.test( ) で出力されるのは、進化型のU統計量です。

＜U統計量＞


	U1=W1−n1(n1+1)2U_1=W_1-\frac{n_1(n_1+1)}{2}.



	U2=W2−n2(n2+1)2U_2=W_2-\frac{n_2(n_2+1)}{2}.



U1=sum(r1)-n1*(n1+1)/2
U2=sum(r2)-n2*(n2+1)/2
c(U1,U2)


## [1] 16  8

wilcox.test( ) では、U1が出力されています。

＜降順の場合＞.

デフォルトの順位は昇順です。降順にするとどうなるか見てみましょう。

rank(-x) とすれば、xの降順の順位が出力されます。

r <- rank(-x, ties.method = "average")
r1 <- head(r,n1)
r2 <- tail(r,n2)
U1=sum(r1)-n1*(n1+1)/2
U2=sum(r2)-n2*(n2+1)/2
c(U1,U2)


## [1]  8 16

降順では U1,U2の値が入れ替わるだけです。



3.5.3 U1,U2 の関係

W1,W2W_1,W_2 の間には、


	W1+W2=(n1+n2)(n1+n2+1)2=N(N+1)2W_1+W_2=\frac{(n_1+n_2)(n_1+n_2+1)}{2}=\frac{N(N+1)}{2}　 という関係があります。



U1,U2U_1,U_2 の間の関係は、

　　U1=W1−n1(n1+1)2U_1=W_1-\frac{n_1(n_1+1)}{2}　　　U2=W2−n2(n2+1)2U_2=W_2-\frac{n_2(n_2+1)}{2}　より、.


	U1+U2=N(N+1)2−n1(n1+1)2−n2(n2+1)2U_1+U_2=\frac{N(N+1)}{2}-\frac{n_1(n_1+1)}{2}-\frac{n_2(n_2+1)}{2}



N(N+1)2=n1(n1+n2+1)2+n2(n1+n2+1)2\frac{N(N+1)}{2}=\frac{n_1(n_1+n_2+1)}{2}+\frac{n_2(n_1+n_2+1)}{2}　を用いると、


	n1(n1+n2+1)2−n1(n1+1)2=n1n22\frac{n_1(n_1+n_2+1)}{2}-\frac{n_1(n_1+1)}{2}=\frac{n_1n_2}{2}



	n2(n1+n2+1)2−n2(n2+1)2=n1n22\frac{n_2(n_1+n_2+1)}{2}-\frac{n_2(n_2+1)}{2}=\frac{n_1n_2}{2}



よって、　U1+U2=n1n2U_1+U_2=n_1n_2 が成立します。

　　　 U1,U2U_1,U_2 の確率分布は x=n1n22x=\frac{n_1n_2}{2} について対称であり、データもn1n22\frac{n_1n_2}{2}について対称に出力します。

組合せ計算を用いた理論分布の図において、U1U_1を青の縦線、U2U_2 を赤の縦線で表示します。

data <- combn(x=c(1:10),m=4)
N <- choose(10,4)
S=c()
for (i in 1:N){
  s <- sum(data[,i])
  S <- c(S,s)
}
plot(table(S-4*5/2)/N,type="l",col="lightblue")
abline(v = 4*6/2,col="lightblue")
abline(v = U1,col="blue")
abline(v = U2,col="red")


[image: ]

U1U_1が右側有意なら、U2U_2 は左側有意で、P値は等く、どちらも統計量として使用可能です。

しかし、検定で両方の値を用いる必要はありません。

通常はU1,U2U_1,U_2 の小さほうを統計量とすることになっており、数表も左側境界値のみが記されています。



3.5.4 もう一つの公式.

統計書によって、U統計量の定義が異なっていることがあり、戸惑うことがあります。

W1+W2=N(N+1)2W_1+W_2=\frac{N(N+1)}{2} を用いると、

　　　U1=N(N+1)2−W2−n1(n1+1)2U_1=\frac{N(N+1)}{2}-W_2-\frac{n_1(n_1+1)}{2}

さらに N(N+1)2=n1(n1+n2+1)2+n2(n1+n2+1)2\frac{N(N+1)}{2}=\frac{n_1(n_1+n_2+1)}{2}+\frac{n_2(n_1+n_2+1)}{2}　より、

　　　N(N+1)2−n1(n1+1)2=n1n22+n2(n1+n2+1)2\frac{N(N+1)}{2}-\frac{n_1(n_1+1)}{2}=\frac{n_1n_2}{2}+\frac{n_2(n_1+n_2+1)}{2}.

よって、U1=n1n22+n2(n1+n2+1)2−W2U_1=\frac{n_1n_2}{2}+\frac{n_2(n_1+n_2+1)}{2}-W_2.

さらに、U1=n1n2+n2(n2+1)2−W2U_1=n_1n_2+\frac{n_2(n_2+1)}{2}-W_2.

同様に、U2=n1n2+n1(n1+1)2−W1U_2=n_1n_2+\frac{n_1(n_1+1)}{2}-W_1.

これらを統計量とすることもできます。

一般には、上式を用いて両方を計算し、小さいほうを統計量として数表を調べることになっています。これは、便宜的なもので、どちらの統計量も同等です。

上式は、


	U1=n1n2−U2U_1=n_1n_2-U_2.

	U2=n1n2−U1U_2=n_1n_2-U_1.



と変形され、 U1+U2=n1n2U_1+U_2=n_1n_2 であることを意味します。

順位和統計量の進化型であるU統計量の長所は U1,U2U_1,U_2 の確率分布が同じになることですが、次節で説明するように順位差を利用した計算が可能になることです。

この方法は、手計算でデータを処理する場合に有効と考えられます。

シミュレーションで確かめましょう。



3.5.5 順位差による計算.

X1X_1 の中での順位を r1ir_{1i} 、２群をあわせた中での順位を R1iR_{1i} とすると、

　　　U1=∑i=1n1(R1i−r1i)U_1=\displaystyle\sum_{i=1}^{n_1}(R_{1i}-r_{1i})　　が成立します。

∑\sum の中の (R1i−r1i)(R_{1i}-r_{1i}) については、


	順位が降順のとき、x1ix_{1i}より大きい他方の群のデータ数



	順位が昇順のとき、x1ix_{1i}より小さい他方の群のデータ数



を意味します。

このことを用いると、順位和計算は簡単になります。


3.5.5.1 順位が降順のとき

　　　

n1 <- 4
n2 <- 6
  x1 <- rnorm(n1,3,1);x2 <- rnorm(n2,3,1)
  list=list(A=x1, B=x2)
boxplot(list)
beeswarm(list,  pch = 16, add = TRUE)


[image: ]

箱ひげ図のドットを見て、順位差を根拠とした


	U1=∑i(x1iU_1= \displaystyle \sum_i(x_{1i} より大きい他方の群のデータ数）.



による計算をしてください。

ほとんど黙視だけで、順位和が分かります。

同じ計算をRで行うと、

  s = 0
  for (j in 1:n1){
    s <- s+sum(x2 > x1[j])
  }
s


## [1] 11

集合Xと定数aに対し、sum(X > a) は、aより大きい X の要素の数をカウントします。

次に、U統計量の定義により、


	U1=W1−n1(n1+1)2U_1=W_1-\frac{n_1(n_1+1)}{2} を計算します。.

順位はr(-x)により、降順に直します。



  x <- c(x1,x2)
  r <- rank(-x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)
  sum(r1)-n1*(n1+1)/2


## [1] 11

どちらの方法でも同じ値になることが確認されました。 　



3.5.5.2 順位が昇順のとき.

昇順の順位でもU統計量は計算できます。

箱ひげ図のドットを見て、順位差を根拠とした


	U1=∑i(x1iU_1= \displaystyle \sum_i(x_{1i} より小さい他方の群のデータ数）.



を計算をしてください。

boxplot(list)
beeswarm(list,  pch = 16, add = TRUE)


[image: ]

同じ計算をRで行うと、

  s = 0
  for (j in 1:n1){
    s <- s+sum(x2 < x1[j])
  }
s


## [1] 13

集合Xと定数aに対し、sum(X < a) は、aより小さい X の要素の数をカウントします。

次に、U統計量の定義により、


	U1=W1−n1(n1+1)2U_1=W_1-\frac{n_1(n_1+1)}{2} を計算します。.

順位はr(x)で昇順のままです。



r <- rank(x, ties.method = "average")#昇順
r1 <- head(r,n1)
r2 <- tail(r,n2)
U1=sum(r1)-n1*(n1+1)/2
U2=sum(r2)-n2*(n2+1)/2
U1


## [1] 13

やはり、どちらの方法でも同じ値になることが確認されました。 　

［注意］

昇順と降順では、U1,U2U_1,U_2の値が入れ替割っていることに注意してください。

U1=sum(r1)-n1*(n1+1)/2
U2=sum(r2)-n2*(n2+1)/2
c(U1,U2)


## [1] 13 11

どちらを統計量としても問題ありませんが、 このような仕組みを手計算せずブラックボックスのままにしておいたのでは心配になります。




3.5.6 参考.

U1,U2U_1,U_2 の対称性は箱ひげ図からも分かります。

S1=c()
S2=c()
n1 <- 4
n2 <- 6
for (i in 1:10){
  x1 <- rnorm(n1,3,1);x2 <- rnorm(n2,3,1)
  x <- c(x1,x2)
  r <- rank(x, ties.method = "average")
  r1 <- head(r,n1)
  r2 <- tail(r,n2)
  S1<- c(S1,sum(r1-rank(x1)))
  S2<- c(S2,sum(r2-rank(x2)))
}
list=list(A=S1, B=S2)
par(family = "HiraKakuProN-W3") 
boxplot(list,main="順位差の和")
beeswarm(list,  pch = 16, add = TRUE)


[image: ]

U1,U2U_1,U_2 の分布は、12を中心に上下反転した形状です。.

１つ１つの公式を自分で確かめる。

順位和検定は、高校生の探究課題として格好の教材と考えます。







4 終わりに

＜日本科学教育学会機関誌＞

科学教育研究（2025年 49 巻 2 号）に拙論文が掲載されました。

　特集　データサイエンスと科学教育

　　　「高校数学における乱数シミュレーションの活用」

自分が論文を書くなど思いもよらぬことで感慨ひとしおです。

論文では「シミュレーションをツールとした実証的な学習方法」を提案しており、その実際の教材として作成したものが本書です。教材を作りながらシミュレーションすると、実感のないまま検定を行っていたことに気付かされました。また、いろいろ試してみることは楽しく、統計の世界を旅している心持ちです。そこで経験したのは「疑問を持ち、予想し、確かめる」という学びの根源的なサイクルです。

さて、特集号の巻頭言の中で、宇都宮大学 川上貴 先生は「データサイエンスと科学教育の互恵的な関係」について述べられています。本書で用いた乱数シミュレーションと数学・統計教育との関係はこの互恵的な関係に当てはまるのではないかと感じ心を強くしています。

また、東京学芸大学 西村圭一 先生の招待解説では、デジタルツールの使用を前提とするときの数学の考え方や学び方、重点の変化に伴う数学カリキュラムの改編が喫緊の課題となっているということで、筆者の提案する「ひょっこり方式」がその一助となることができるのではないかと、また心を強くしています。

本書は「数学における統計的内容と情報における統計的内容をつなごう」という試みでもあります。今後の予定としては、「重回帰分析」の解説を足がかりとし、情報Ⅱで扱われている多変量解析による分析方法を高校生の探究教材として作成していこうと思います。





5 本書について


5.1 著者プロフィール

［略歴］

　1981年　金沢大学理学部数学科卒.

　2019年　高等学校数学教員を定年退職.

　2024年　日本科学教育学会会員.

［資格］

　2019年　統計検定１級 統計数理.

　2022年　統計検定準１級（最優秀成績賞）.

　2024年　統計検定１級 統計応用 人文科学（優秀成績賞）.

　（統計検定サイト合格者の声に掲載されています）

［論文］

　科学教育研究（2025年 49巻 2号 p.143-144）

　「高校数学における乱数シミュレーションの活用」

［運営サイト］

　ひょっこり統計.

　http://hyoccori-toukei.la.coocan.jp.

　お問い合わせは「問い合わせフォーム」よりお願いします。



5.2 注意事項


	著作権は著者に帰属しています。著者に無断での複製は著作権法上での 例外を除き禁じます。


	本書の内容には十分に注意を払っておりますが、その内容の正確性について保証するものではありません。


	本書の内容に関して運用した結果の影響については記載内容に関わらず 責任を負いかねます。








6 文献


	中外製薬 久力洋 様「多重比較を正しく使うために」

-Dunnett 型多重比較を事例として. -3.正規分布などの特定の分布が仮定できない場合.

（リンク先は第2期医薬安全研定例会のアーカイブです）


	奥村晴彦先生「Wilcoxon-Mann-Whitney検定」


	Technical Note 様「ウィルコクソンの順位和検定の棄却域の境界」.


	@tabintone(komatsu) 様「Welchのt検定ってどこから来たの？」
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